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INTRODUCCIÓN 

El mercado de divisas es el mercado financiero más grande y liquido del mundo. La 

plataforma GAIN capital (2020) reporta movimientos promedios diarios en alrededor de 6.6 

billones de dólares diarios. El tipo de cambio es de interés no solo de inversores, sino también 

de empresas y responsables políticos, quienes toman decisiones basadas en su valor (León-

Catro et al., 2016; Auer y Schoenle, 2016; Avdjiev et al., 2019). Adicionalmente, este afecta 

en el valor relativo de los bienes nacionales y extranjeros, lo cual, impacta en variables 

macroeconómicas como balanza comercial, afectando nuevamente al tipo de cambio de 

forma cíclica (Jeelani et al., 2019).  

Por un lado, la ruptura del acuerdo de Bretton-Woods en 1971 inició la adopción de 

regímenes flotantes en el mundo provocando variaciones continuas del precio nominal de las 

monedas (Asteriou et al., 2016; Ouyang et al., 2016). Por otro lado, las crisis financieras 

globales como la de 2008, han generado una significante inestabilidad en el valor de los 

bienes financieros (Stiglitz, 2010; Pinho et al., 2016; Kholer, 2019).  

La variabilidad cambiaria se ha vuelto un movimiento normal en los mercados financieros, 

los cuales se acentúan en épocas de incertidumbre económica. La tabla 1 muestra la 

volatilidad de China, Japón, México, Brasil, Canadá y la Unión Europea con respecto al dólar 

estadounidense en los últimos años. Países como Japón y México tienen las monedas con 

más alta volatilidad, presentando valores de hasta 170% y 36% respectivamente. Mientras 

que la Unión Europea y Canadá experimentan la más baja volatilidad de alrededor del 1%. 

Tabla 1: Volatilidades de tipo de cambio con respecto al dólar estadounidense 
  2014-1 2014-2 2015-1 2015-2 2016-1 2016-2 2017-1 2017-2 2018-1 2018-2 2019-1 2019-2 

China 1.90% 1.23% 1.17% 2.83% 2.28% 2.87% 1.67% 3.26% 4.18% 3.07% 3.23% 3.05% 

UE 0.68% 0.93% 1.59% 1.21% 1.10% 1.02% 1.02% 0.95% 1.02% 0.67% 0.50% 0.57% 

Japón 56.01% 116.08% 92.23% 101.22% 156.30% 170.60% 117.67% 92.01% 90.84% 70.18% 53.04% 52.25% 

México 8.07% 11.36% 15.01% 20.40% 29.60% 36.11% 26.69% 24.73% 26.72% 28.70% 17.19% 18.70% 

Brasil 2.43% 3.78% 6.54% 7.92% 6.58% 4.99% 3.54% 3.66% 4.81% 7.84% 4.11% 6.37% 

Canadá 0.77% 0.69% 1.61% 1.19% 1.62% 1.04% 1.02% 1.15% 1.05% 0.92% 0.69% 0.61% 

Elaboración propia a partir de datos de la Federal Reserve.  
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La volatilidad de tipo de cambio es experimentada por cada país en diferentes niveles acorde 

a las características político-económicas de cada uno. Los movimientos de los precios en 

activos financieros se originan en un enfoque basado en eventos, una noticia o anuncio 

impactan en su valor (Andersen et al., 2007; Ayadi et al., 2019).  Según Mishkin (2008) los 

principales factores que influyen en la variación del tipo de cambio a largo plazo son: 1) los 

niveles relativos de precios, 2) los aranceles y las cuotas 3) las preferencias por bienes 

nacionales frente a bienes extranjeros y 4) la productividad. Mientras que a corto plazo se 

consideran las decisiones de mantener activos nacionales o extranjeros por parte de los 

agentes económicos en los mercados. Por su parte, Della Corte et al. (2016) consideran que 

las variaciones en el tipo de cambio son un reflejo de una serie de decisiones de los agentes 

financieros representados por especuladores e inversionistas. 

El diferencial de precios entre una economía y el exterior es una causa de la variabilidad 

cambiaria. En este sentido, factores como los diferenciales de inflación y de tasa de interés 

entre países genera volatilidad en el tipo de cambio (Clavelina, 2018; Jeelani et al., 2019). 

La política monetaria de otros países se convierte en un factor que impacta en el precio de 

las monedas, esto genera una transferencia de volatilidad (spillovers) entre tasas de interés y 

tipos de cambio (Fisher y Chairman, 2015; Hunf, 2019). Adicionalmente, la transferencia de 

volatilidad se puede presentar con la variación de otras monedas (Wen y Wang, 2020) o la 

inestabilidad en otros mercados financieros (Jebran y Lqbal, 2016). 

En este sentido, la fluctuación en otros precios y variables macroeconómicas especificas 

también pueden afectar el tipo de cambio.  Lagunés y Pérez (2016) encuentran existencia de 

volatilidad cuando se presentan cambios en el precio internacional del petróleo, producto 

interno bruto (PIB) y las reservas internacionales. Por su parte Clavelina (2018) demuestra 

la influencia de las exportaciones e importaciones, la productividad, las perspectivas de 

crecimiento y la posible revisión a la baja de la nota crediticia del país. 

En el caso de México, luego de la caída de su régimen de tipo de cambio ajustable a fines de 

1994, se ha mantenido un tipo de flotación bastante libre. Sin embargo, en diferentes etapas 

ha surgido la necesidad de intervención por parte de las autoridades en el mercado de divisas. 

La volatilidad del tipo de cambio en escenarios con intervención gubernamental tiende a ser 
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menor que en regímenes completamente flexibles, sin embargo, esta suele marcarse en 

épocas de inestabilidad económica-financiera (Ouyang et al., 2016). 

La figura 1 muestra el comportamiento de la volatilidad del tipo de cambio peso mexicano- 

dólar estadounidense en el periodo 1994-2018. Se observa que 1995 fue un año marcado por 

una alta variabilidad. Lo anterior provocado por la incertidumbre sobre el programa 

macroeconómico, el problema de liquidez internacional y la salud del sistema financiero 

(Werner, 1997). Posteriormente se experimentó periodos prolongados de estabilidad, 

interrumpidos por acontecimientos de importancia internacional como la crisis asiática 

(1997), la crisis de moratoria de Rusia (1998) y la devaluación del real brasileño (1999). 

 

 

Figura 1. Volatilidad peso mexicano-dólar estadounidense 1994-2019 
Fuente: Elaboración propia a partir de datos del tipo de cambio FIX del Banco de México (2020) 

 

Para finales de 2008 y principios de 2009 los mercados financieros internacionales inician 

un colapso a causa de una serie de problemas en el sector hipotecario de Estados Unidos, 

provocando así, una crisis global de los mercados financieros. El mercado accionario mundial 

paso de tener un valor de 51 mil millones de dólares a 22 mil millones, lo cual significó una 

caída de 52% en 17 meses (Bartram y Bodnar, 2009).  
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La normalización en la política monetaria estadounidense aunada a la incertidumbre de 

renegociación del tratado de libre comercio de América del Norte, así como la vulnerabilidad 

de las finanzas públicas de México y el débil crecimiento económico, han afectado de forma 

especial al peso en años recientes (IBD, 2016; Clavelina, 2018).  

Ante este panorama, un aspecto a considerar entre los economistas, gestores de fondos e 

inversionistas es conocer por cuanto tiempo los desequilibrios financieros afectan los 

movimientos en los tipos de cambio (Rossi, 2013; Dash, 2016), tomando en cuenta que la 

medición del riesgo en el tipo de cambio puede capturarse a través de la variabilidad de sus 

precios (Markowitz, 1952). 

Entre el estudio de la volatilidad, destaca el análisis de modelos Autorregresivos de 

Heteroscedaticidad Condicional ARCH-GARCH (Bollerslev, 1986; Engle, 1980). Estos 

modelos reflejan la dependencia no-lineal de la varianza condicional dependiente en el 

tiempo. Sin embargo, los modelos pueden presentar problemas estructurales en momentos de 

gran incertidumbre (Hajizadeh et al., 2012; Lahmiri, 2017). Con el objetivo de contrarrestar 

esto, se han hecho diversas propuestas utilizando metodologías alternas en el modelado y 

estimación. Procedimientos como redes neuronales (Kristjanpoller y Minutolo, 2015), lógica 

difusa (D`Urso et al., 2016) y operadores de agregación (Cheng y Chen, 2013) han sido 

utilizadas.  

Utilizar operadores de agregación permite adaptar los modelos y sus datos a los problemas 

estructurales antes mencionados, pues tienen la característica de agregar información 

adicional proveniente del exterior. La presente investigación propone utilizar operadores de 

promediado ponderado ordenado (OWA) (Yager, 1988) en el proceso de estimación de 

parámetros para un modelo de volatilidad ARCH-GARCH. El operador OWA constituye una 

familia de operadores de agregación OWA que incluye características como la obtención de 

mínimos, máximos y medias. Este operador tiene la facilidad de agregar información 

compleja en situaciones de gran incertidumbre gracias a su característica de reordenamiento 

y las diversas extensiones que permiten la inserción de información adicional en diferentes 

formas (Merigó, 2012).  
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La creación de un método de estimación de parámetros ARCH-GARCH con operadores de 

agregación OWA permite abordar los problemas estructurales de las series de tiempo en 

momentos de incertidumbre. Además, trabaja con información posibilista que afecta la 

información en los modelos de volatilidad. Como resultado se pueden obtener pronósticos 

apegados a la realidad.  
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CAPÍTULO I: 
 

PLANTEAMIENTO DEL PROBLEMA 

Medir la variación de los precios de activos financieros, el pronóstico y la decisión de 

cobertura es una tarea importante para responsables políticos, investigadores, empresas y 

profesionales. En las últimas décadas ha emergido una creciente literatura relacionada con la 

modelación y pronóstico del comportamiento de la volatilidad en mercados financieros 

(Brunetti et al., 2016; Gatheral et al., 2018; Heathcode y Perri, 2018; Arellano et al., 2019). 

La figura 2 muestra la evolución del número de estudios sobre el tema durante más de cuatro 

décadas1. Note que se ha presentado una creciente atención en el análisis de la volatilidad en 

el nuevo siglo, lo cual se acentúa a partir de 2014. 

 

 

Figura 2. Evolución del estudio de la volatilidad (publicaciones por año) 1975-2018 
Fuente: Elaboración propia a partir de datos de Web of Science 2019 

 
1 El estudio utilizó Web of Science Collection database con los índices SCI-EXPANDED, SSCI, A&HCI y 
ESCI. Las palabras clave fueron: “conditional heteroskedasticit* OR return volatility*OR conditional 
heteroscedasticit* OR stochastic volatility* OR volatility*. Se consideraron solo artículos, resúmenes, cartas y 
notas. 
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Estudiar el modelado y pronóstico de la volatilidad es una tarea que implica considerar 

numerosos factores de origen político-económico que impactan en el comportamiento de las 

series, como es el caso de anuncios en política monetaria y cambios de regímenes (Andersen 

et al., 2007; Ayadi et al., 2019). En primer lugar, la volatilidad no es directamente observable, 

por lo tanto, se estima a través de modelos paramétricos (Dash et al., 2015; Arellano et al., 

2019). Estos modelos consideran diferentes formas de medir la volatilidad, de lo cual puede 

depender el éxito o fracaso en la estimación y el pronóstico.  

Una técnica utilizada en la literatura para medir la volatilidad es la desviación estándar, la 

cual, representa la dispersión con respecto a la media (Hooper y Kohlhagen, 1978; 

Katsiampa, 2017). En investigación científica es común el utilizar la varianza logarítmica de 

los rendimientos llamada log-volatilidad (Kim et al., 1998; Abi Jaber y El Euch, 2019). Por 

otro lado, en las últimas dos décadas se ha propuesto la volatilidad realizada que incluye 

información intra-día con diferencias en precios máximos y mínimos (Andersen y Bollerslev, 

1998; Gupta et al., 2018; Yang et al., 2020). 

Adicionalmente a una medida de volatilidad es importante construir un modelo con 

capacidad para reproducir hechos estilizados en series de tiempo y exhibir propiedades 

estadísticas deseables. En la práctica es común encontrar variables vagas o imprecisas ligadas 

a la volatilidad como lo son las decisiones de inversión en el seguimiento a tendencias (Tsaur, 

2012; Xing et al., 2019). De la misma forma eventos esporádicos y repentinos de origen 

económico, político, climático y de salud pública provocan una reacción en los tipos de 

cambio (Andersen et al., 2007; Ayadi et al., 2019; Njindan lyke, 2020). Lo anterior genera 

fenómenos estadísticos en el comportamiento de las series financieras, como lo es la 

asimetría, los saltos abruptos y los rendimientos no normales (Kristjanpoller et al., 2013; 

Patton y Sheppard, 2015; Yang y Chen, 2014; Wang et al., 2019; Han et al., 2020). 

Algunos de los modelos paramétricos utilizados para estimar la volatilidad son aquellos que 

incluyen la familia de modelos de heteroscedasticidad condicional ARCH-GARCH 

propuestos por Engle (1982) y generalizados por Bollerslev (1986). Los modelos ARCH-

GARCH consideran la volatilidad como un parámetro clave utilizando heteroscedasticidad 

condicional dependiente del tiempo. La principal ventaja de estos consiste en recoger 

información de los periodos anteriores para adaptarse al comportamiento de la serie conforme 
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se avanza en la estimación y pronóstico. Los modelos ARCH-GARCH y sus extensiones han 

sido utilizados en diversas áreas con resultados favorables como lo es en el mercado de 

valores (Chou, 1998; Fang et al., 2020), mercados derivados (Duan, 1995; Badescu et al., 

2019), precio del petróleo (Mohammadi y Su, 2010; Zhang et al., 2019), y tipo de cambio 

(Caporale y Zekokh, 2019; Zhou et al., 2020).  

Sin embargo, algunos trabajos demuestran como los modelos de heteroscedaticidad 

condicional tienden a fallar. Algunos hechos estilizados estadísticos, presentados de forma 

pronunciada afectan directamente la estimación y el pronóstico. Hajizadeh et al. (2012) y 

Lahmiri (2017) demuestran como los modelos ARCH-GARCH asumen correlación de 

estructura lineales entre datos de series de tiempo en épocas donde la no linealidad es 

persistente.  Por su parte, Kim y Hwang (2019) comprueban los postulados de Kim et al. 

(1998) al demostrar que los modelos GARCH no consideran los ruidos o imprecisiones que 

las series de tiempo pueden presentar en algunos periodos.   

En suma, la información utilizada en pronósticos de volatilidad suele verse afectada por una 

amplia gama de imprecisiones e incertidumbres que se traducen en puntuales 

comportamientos estadísticos. Por lo tanto, la estimación y pronóstico en modelos ARCH-

GARCH pueden verse deficiente cuando una o más de estas características aparece. 

 

DESCRIPCIÓN DEL PROBLEMA OBJETO DE INVESTIGACIÓN 

La volatilidad puede ser observada en la mayoría de los productos financieros alrededor del 

mundo. Su estudio desde la década de los 80 ha proliferado en indicadores como mercado de 

valores (Chou, 1998; Wei et al., 2018), precio del petróleo (Mohammadi y Su, 2010; Pan y 

Yin, 2017), mercado de derivados (Duan, 1995; Badescu et al, 2019) y tipo de cambio 

(Diebold y Nerlove, 1989; Lahmiri, 2017).  

El análisis de la volatilidad de tipo de cambio surge debido a las repercusiones que puede 

tener en decisiones financieras y económicas en cualquier horizonte de tiempo (Kholer, 
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2019). La figura 3 muestra los temas más citados en el estudio de la volatilidad de tipo de 

cambio basado en las 20 publicaciones más citadas por periodo2.  

 

 

Figura 3. Temas más citados de la volatilidad de tipo de cambio 1980-2019 
Fuente: Elaboración propia a partir de datos de Web of Science 2019 

 

En la primera década, se observa, como los documentos más citados se centran en la relación 

de la volatilidad y las decisiones referentes a política monetaria, además del impacto a 

actividades en el comercio internacional, en este periodo resaltan las publicaciones en el 

estudio de modelación y estimación en la variabilidad de tipo de cambio con los modelos 

ARCH. En la segunda década, el análisis de modelación es líder en las principales 

publicaciones de volatilidad, destacan entre estas la utilización de modelos GARCH y 

metodologías estocásticas alternas, además nuevas formas de medir la volatilidad utilizando 

datos de alta frecuencia aparecen en las primeras posiciones. A principios del milenio, las 

nuevas medidas se consolidan entre las publicaciones más citadas y el estudio del 

comportamiento de la volatilidad y sus características se vuelven de gran interés. En la última 

 
2 La búsqueda se ha hecho en Web of Science Collection database con los índices SCI-EXPANDED, SSCI, 
A&HCI y ESCI, las palabras clave son “exchange rate” AND volatility*. 
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década, el estudio se ha centrado en la transmisión de volatilidad desde otros mercados 

financieros o economías, ante esto, nuevas metodologías para la modelación y estimación 

son propuestas, considerando combinación de métodos en la mayoría de los casos.  

Con el objetivo de conocer los trabajos que han captado la atención en el tema durante las 

últimas décadas, la tabla 2 muestra las publicaciones más citadas en el estudio de la 

volatilidad de tipo de cambio para el periodo 1980-20193, los resultados son en las bases de 

datos Web of Science (WoS) y Scopus. La WoS es una plataforma bibliométrica digital 

reconocida entre investigadores internacionales por tener altos estándares de calidad (Merigó 

et al., 2015). Por su parte, Scopus es una alternativa a la WoS, además de su función en la 

búsqueda de literatura científica, es una herramienta utilizada para el análisis de citas (Vieira 

y Gomes, 2009). 

Se puede observar que el trabajo más citado corresponde a “Modeling and forecasting 

realized volatility” propuesto por Andersen, Bollerslev, Diebold y Labys. Esta publicación 

analiza la modelación GARCH con datos de alta frecuencia, note que aparece en primer lugar 

tanto en la base de datos WoS como en Scopus. El segundo lugar en WoS es para Andersen 

y Bollerslev con “Answering the skeptics: Yes, standard volatility models do provide 

accurate forecasts” el cual no aparece en Scopus. El tercer artículo más citado el WoS es para 

Baillie, Bollerslev and Mikkelsen el cual aparece en segundo lugar en Scopus. Es importante 

hacer notar que entre las primeras publicaciones se encuentran una gran cantidad de estudios 

sobre modelación y pronóstico de volatilidad de tipo de cambio, mientras que una pequeña 

parte corresponde a estudios en la relación de esta con política monetaria. 

Para el caso del tipo de cambio peso mexicano- dólar estadounidense las publicaciones en 

volatilidad alcanzan 76 en Wos y 72 en Scopus. La tabla 3 muestra los diez artículos más 

citados en el tema4. Se puede observar que las publicaciones más citadas de volatilidad de 

tipo de cambio en México son en su mayoría trabajos publicados a partir de inicios del 

milenio, donde años recientes son mencionados como 2016 y 2019. En este sentido, 

Diamandis y Drakos tienen la primera posición en WoS con el artículo “Financial 

 
3 Se utilizaron las palabras clave mencionadas en la nota 2. 
4 Se utilizaron las palabras clave “exchange rate” AND volatility* AND mexic* OR (usd/mxn). 



 14 

liberalization, exchange rates and stock prices: Exogenous shocks in four Latin America 

countries”. Por suparte,  Bahmani-Oskooee y Hegerty de la universidad de Wisconsin tienen 

el primer lugar en Scopus y el segundo en WoS con el artículo “The Effects of Exchange-

Rate Volatility on Commodity Trade between the United States and Mexico”, note que estos 

autores aparecen en posiciones subsecuentes de la lista. 

Tabla 2. Documentos más citados en volatilidad de tipo de cambio 1980-2019. 
Web of Science 

R TC Titulo Autor/es año C/A 

1 1160 Modeling and forecasting realized volatility Andersen, TG; Bollerslev, 
T; Diebold, FX; Labys, P 

2003 64.44 

2 1041 Answering the skeptics: Yes, standard volatility models do 
provide accurate forecasts 

Andersen, TG; Bollerslev, T 1998 45.26 

3 854 Fractionally integrated generalized autoregressive conditional 
heteroskedasticity 

Baillie, RT; Bollerslev, T; 
Mikkelsen, HO 

1996 34.16 

4 828 The distribution of realized exchange rate volatility Andersen, TG; Bollerslev, 
T; Diebold, FX; Labys, P 

2001 41.4 

5 792 Jumps and stochastic volatility: Exchange rate processes implicit 
in deutsche mark options 

Bates, DS 1996 31.68 

6 784 Modelling asymmetric exchange rate dependence Patton, AJ 2006 52.27 

7 646 Forecasting volatility in financial markets: A review Poon, SH; Granger, CWJ 2003 35.89 

8 526 A forecast comparison of volatility models: Does anything beat a 
GARCH(1,1)? 

Hansen, PR; Lunde, A 2005 32.88 

9 504 Monetary policy and exchange rate volatility in a small open 
economy 

Gali, J; Monacelli, T 2005 31.5 

10 442 Micro effects of macro announcements: Real-time price 
discovery in foreign exchange 

Andersen, TG; Bollerslev, 
T; Diebold, FX; Vega, C 

2003 24.56 

Scopus 

R TC Titulo Autor Año C/A 

1 1343 Modeling and forecasting realized volatility Andersen, T.G., Bollerslev, 
T., Diebold, F.X., Labys, P. 

2003 79.00 

2 1008 Fractionally integrated generalized autoregressive conditional 
heteroskedasticity 

Baillie, R.T., Bollerslev, T., 
Mikkelsen, H.O. 

1996 42.00 

3 932 Jumps and Stochastic Volatility: Exchange Rate Processes 
Implicit in Deutsche Mark Options 

Bates, D.S. 1996 38.83 

4 922 The distribution of realized exchange rate volatility Andersen, T.G., Bollerslev, 
T., Diebold, F.X., Labys, P. 

2001 48.53 

5 688 Bayesian analysis of stochastic volatility models Jacouier, E., Polson, N.G., 
Rossl, P.E. 

1994 26.46 

6 629 Asymmetric dynamics in the correlations of global equity and 
bond returns 

Cappiello, L., Engle, R.F., 
Sheppard, K. 

2006 44.93 

7 604 A forecast comparison of volatility models: Does anything beat a 
GARCH(1,1)? 

Hansen, P.R., Lunde, A. 2005 40.27 

8 604 Monetary policy and exchange rate volatility in a small open 
economy 

Galí, J., Monacelli, T. 2005 40.27 

9 594 Roughing it up: Including jump components in the measurement, 
modeling, and forecasting of return volatility 

Andersen, T.G., Bollerslev, 
T., Diebold, F.X. 

2007 45.69 

10 581 Multivariate stochastic variance models Harvey, A. 1994 22.35 

Fuente: elaboración propia a partir de datos de Web of Science y Scopus 2019. Abreviaciones: TC= total de 

citas, C/A= citas por año 
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Tabla 3. Documentos más citados en volatilidad de tipo de cambio peso mexicano-dólar 
estadounidense 1980-2019 

WoS 
R  T

C 
Titulo Autores Año 

1 42 Financial liberalization, exchange rates and stock prices: Exogenous shocks in 
four Latin America countries 

Diamandis, Panayiotis F.; Drakos, 
Anastassios A. 

2011 

2 40 The Effects of Exchange-Rate Volatility on Commodity Trade between the 
United States and Mexico 

Bahmani-Oskooee, Mohsen; Hegerty, 
Scott W. 

2009 

3 35 Exchange rate volatility and international trade: International evidence from 
the MINT countries 

Asteriou, Dimitrios; Masatci, Kaan; 
Pilbeam, Keith 

2016 

4 29 Cross-correlations between crude oil and exchange markets for selected oil 
rich economies 

Li, Jianfeng; Lu, Xinsheng; Zhou, 
Ying 

2016 

5 20 Revisiting the interest rate-exchange rate nexus: a Markov-switching 
approach 

Chen, SS 2006 

6 18 Depositary Receipts, country funds, and the Peso crash: The intraday 
evidence 

Bailey, W; Chan, KL; Chung, YP 2000 

7 16 Exchange rate USD/MXN forecast through econometric models, time 
series and HOWMA operators 

Leon Castro, Ernesto; Aviles Ochoa, 
Ezequiel; Gil Lafuente, Anna Maria 

2016 

8 14 Oil price shocks and exchange rate movements Volkov, Nikanor I.; Yuhn, Ky-hyang 2016 

9 13 Exchange-rate volatility and industry trade between Canada and Mexico Bahmani-Oskooee, Mohsen; 
Bolhassani, Marzieh; Hegerty, Scott 

2012 

10 13 Does the introduction of futures on emerging market currencies destabilize 
the underlying currencies? 

Jochum, C; Kodres, L 1998 

Scopus 
R TC Titulo Autores Año 

1 56 The effects of exchange-rate volatility on commodity trade between the 
united states and Mexico 

Bahmani-Oskooee, M., Hegerty, S.W. 2009 

2 42 Mexico's integration into the North American capital market Adler, M., Qi, R. 2003 

3 34 Exchange rate volatility and international trade: International evidence from 
the MINT countries 

Asteriou, D., Masatci, K., Pilbeam, K. 2016 

4 31 Cross-correlations between crude oil and exchange markets for selected oil 
rich economies 

Li, J., Lu, X., Zhou, Y. 2016 

5 22 Revisiting the interest rate-exchange rate nexus: A Markov-switching 
approach 

Chen, S.-S. 2006 

6 22 Debt composition and balance sheet effects of exchange rate volatility in 
Mexico: A firm level analysis 

Pratap, S., Lobato, I., Somuano, A. 2003 

7 21 Monetary policy and macroeconomic stability in Latin America: The cases 
of Brazil, Chile, Colombia and Mexico 

De Mello, L., Moccero, D. 2011 

8 19 Oil price shocks and exchange rate movements Volkov, N.I., Yuhn, K.-H. 2016 

9 16 Return and volatility linkages among International crude oil price, gold 
price, exchange rate and stock markets: Evidence from Mexico 

Singhal, S., Choudhary, S., Biswal, 
P.C. 

2019 

10 13 Exchange-rate volatility and industry trade between Canada and Mexico Bahmani-Oskooee, M., Bolhassani, 
M., Hegerty, S. 

2012 

Fuente: elaboración propia a partir de datos de Web of Science y Scopus 2019. Abreviaciones: explicadas en 

tabla 2 

 

Entre los artículos más citados, el estudio se orienta principalmente a la relación de la 

volatilidad de tipo de cambio con otros indicadores y/o precios. Solo León-Castro, Avilés-

Ochoa y Gil Lafuente abordan temas de modelación y pronóstico.  

El estudio de volatilidad de tipo de cambio ha tenido importantes antecedentes desde la 

década de los 80, autores como Andersen y Bollerslev precursores de los modelos ARCH-

GARCH, han optado por aplicar sus ideas en el precio de las monedas. Además, muchos de 

los trabajos más citados en el tema se han orientado al estudio del modelado, la estimación y 
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el pronóstico. Lo anterior con el objetivo de construir herramientas que puedan contrarrestar 

los efectos negativos que la volatilidad de tipo de cambio puede generar en inversionistas, 

empresas y gobierno. En este sentido, el presente estudio se orienta hacia una propuesta para 

un estimador de parámetros ARCH-GARCH que permita mejorar el pronóstico en el tipo de 

cambio peso mexicano dólar estadounidense.  

 

FORMULACIÓN DEL PROBLEMA DE INVESTIGACIÓN 

Los modelos de pronóstico de volatilidad ARCH-GARCH son cuestionados en cuanto a su 

capacidad de adaptarse a las características estadísticas de las series de tiempo financieras. 

Algunas de estas características derivan de situaciones como la no linealidad5 (Dash et al., 

2015; Wang et al., 2019), la no normalidad y comportamientos atípicos6 (Raggi y Bordignon, 

2006; Pinho et al., 2016;), y la imprecisión de variables de decisión subjetivas7 (Tsaur, 2012; 

Xing et al., 2019). 

La búsqueda de nuevas alternativas ha permitido mejorar y adaptar los modelos existentes 

utilizando procedimientos alternos. Un proceso utilizado para contrarrestar las deficiencias 

propias de una metodología es la combinación de dos o más metodologías con la finalidad 

de optimizar los resultados (Jick, 1979; Lahmiri, 2017; Xing et al., 2019). Para el caso de los 

modelos ARCH-GARCH existen numerosas propuestas comprobadas en la practica. 

Thavaneswaran et al. (2009) utilizan números difusos para moderar la complejidad de los 

datos y posteriormente aplicar modelos GARCH. D`Urso et al. (2016) proponen diferentes 

modelos de agrupaciones difusas para clasificar la heteroscedasticidad en series de tiempo y 

utilizarlo en el análisis de volatilidad. Por su parte Hafner (2008) propone una agregación 

temporal en los modelos GARCH y Cheng y Chen (2013) usan operadores de agregación 

OWA para agregar información según diferentes características de las series utilizadas en 

modelos GARCH. 

 
5 Hace referencia al hecho de que en el gráfico cartesiano los datos no se aproximan a una linea. 
 
6 Las distribuciones de frecuencia no forman una campana de Gauss 
7 Las variables que le afectan no se pueden definir fácilmente. 
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En este sentido, utilizar operadores propone la agregación de datos en el análisis de una 

regresión. Estos datos pueden ser las series históricas como tal o información proveniente del 

exterior que la serie no recoge. La presente investigación propone utilizar operadores de 

agregación OWA en el proceso de estimación de parámetros para un modelo de volatilidad 

ARCH-GARCH. El uso del operador (OWA) refleja el carácter y actitud de los tomadores 

de decisión, todo esto bajo situación de incertidumbre (Merigó, 2012), esto es, tiene la 

capacidad de recoger información relevante para la estimación proveniente de entornos de 

incertidumbre. Lo anterior mediante su proceso de re-orden y asignación de pesos que 

permite analizar resultados de mínimo a máximo.  Esta característica convierte al operador 

OWA en una herramienta funcional en el análisis de mercados financieros, tal es el caso de 

selección de portafolio (Laengle et al., 2017; Li et al., 2019) y pronóstico (Kaur et al., 2016; 

León-Catro et al., 2018).  

Desde la introducción del operador OWA, una serie de extensiones han sido propuestas con 

el objetivo de cubrir diferentes campos en la teoría de decisión. Estas extensiones pueden 

auxiliar en el proceso de estimación de la volatilidad debido a sus características que 

consideran diferentes tipos de información. En este sentido, para tratar relación entre 

variables Yager y Filev (1999) proponen el operador OWA inducido (IOWA). Con el 

objetivo de generalizar el operador OWA, Yager (2004) introduce el operador generalizado 

(GOWA). El operador de agregación que combina información probabilística con la familia 

parametrizada OWA es el operador probabilístico (POWA) (Merigó, 2012), el cual añade un 

vector adicional de probabilidad que es ponderado con el vector de pesos existente. Por su 

parte, el operador ponderado OWA (OWAWA) (Merigó, 2009) propone el uso de un vector 

de pesos adicionales para introducir información posibilista que puede ser utilizado en 

escenarios de incertidumbre.  

Tanto el operador OWA como sus extensiones pueden ser utilizadas en el proceso de 

estimación de modelos. Este trabajo utiliza el procedimiento de estimación de mínimos 

cuadrados ordinarios (MCO) donde los operadores sustituyen las medias aritméticas.  La 

principal ventaja es crear un estimador que pueda recoger información no probabilística de 

los escenarios analizados. Lo anterior, con el objetivo de obtener pronósticos adaptados a los 

objetivos del tomador de decisión esperando prevenir las tendencias de las series (no 
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linealidad, no normalidad). En base a esto, se plantea la siguiente pregunta central de 

investigación: 

¿Cuál es la efectividad del estimador MCO con operadores de agregación OWA en el 

pronóstico de modelos de volatilidad ARCH-GARCH, cuyas series de tiempo presentan no 

linealidad, no normalidad y comportamientos atípicos causados? 

Siguiendo este camino, se desprende la siguiente interrogante secundaria: 

¿Cuál es la medida de volatilidad que mejora el porcentaje de error de pronóstico de la 

metodología MCO con el operador OWA en modelos de volatilidad ARCH-GARCH? 

 

JUSTIFICACIÓN 

Las fluctuaciones del tipo de cambio presentan complejidad en su análisis debido a patrones 

complicados en las series de tiempo (no linealidad, cambios abruptos y no normalidad). En 

este sentido, a corto plazo, los tipos de cambio son muy difíciles de predecir utilizando 

modelos económicos (Engel et al., 2012; Rossi, 2013). En particular, para situaciones de 

incertidumbre, se encuentra que un modelo teórico simple, como el recorrido aleatorio, 

genera mejores pronósticos en tipo de cambio (Meese y Rogoff, 1983; Zorzi et al., 2017; Ren 

et al., 2019). 

Entre los modelos populares que recogen recorridos aleatorios se encuentran los modelos de 

volatilidad ARCH-GARCH. Las variables en estos modelos teóricamente pueden contener 

muchos de los hechos estilizados de las series financieras. Sin embargo, estos modelos han 

presentado deficiencias en momentos de gran incertidumbre (Yu, 2002; Chan y Grant, 2016).  

Cuando el responsable de la toma de decisiones no tiene información probabilística completa 

estará en un problema de indecisión bajo un entorno de riesgo e incertidumbre (Merigó, 

2012). Los métodos de regresión difusa ofrecen una herramienta adecuada para manejar la 

imprecisión de las mediciones, la problemática de factores insuficientes y la confusión de la 

relación entre variables (Thavaneswaran et al., 2007; Tsaur, 2012; Bose y Mali, 2019).  
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Los sistemas difusos pueden ser una herramienta útil en la modelación y el pronóstico. Al 

respecto Muzzioli y Baets (2013) describen los casos en los que la modelación difusa puede 

ser de gran utilidad: 

• La regresión difusa puede adaptarse tanto a datos nítidos como a datos difusos siendo 

estos cualitativos como cuantitativos. 

• Cuando solo se dispone de un número limitado de observaciones y no es posible llevar 

a cabo suficientes experimentos para obtener resultados favorables 

• Cuando los datos son imprecisos 

• Cuando hay dificultad en verificar los supuestos distributivos 

• Cuando la relación lineal entre las variables es inapropiada 

Se debe tener en cuenta que las metodologías difusas no son de mucha utilidad si el modelo 

matemático de un proceso es claro en precisión y comportamiento de las variables. Sin 

embargo, es seguro que, cuando los factores que conducen a la incertidumbre aumentan, 

amplificando la complejidad del problema, los modelos analíticos comienzan a mostrar sus 

límites y los sistemas difusos son más adecuados (Maturo y Hosková-Mayerová, 2016). 

En el caso de los operadores OWA, estos permiten subestimar o sobreestimar resultados 

acordes a las preferencias del tomador de decisión (Yager y Filev, 1999). Cuando se utilizan 

operadores OWA en escenarios financieros, sus características pueden recoger expectativas 

del mercado o situaciones conocidas por el tomador de decisión mediante su sistema de re 

orden y asignación de pesos. Esto permite que podamos analizar la información de mínimo 

a máximo considerando gran número de escenarios diferentes entre los que se encuentran 

situaciones donde las series de tiempo presentan irregularidades.  

En este sentido, el estimador MCO que utiliza operadores de agregación OWA calcula 

parámetros para una regresión tipo ARCH-GARCH que agrega información adicional no 

probabilística, lo cual puede ajustar la estimación a comportamiento de las series financieras 

como lo es la no linealidad, cambios abruptos y no normalidad.  
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OBJETIVOS 

Una mejor previsión es un elemento importante para una mejor toma de decisiones, sobre 

todo en la creciente volatilidad de los mercados financieros y en los flujos de capital 

internacionalizados (Gleason y Lee, 2003; Bustos, 2020). Desde su concepción, los modelos 

ARCH-GARCH han sido utilizados para el pronóstico con resultados favorables (Badescu et 

al., 2019; Fang et al., 2020; Zhou et al., 2020). Sin embargo, en diversos periodos marcados 

por inestabilidad estos modelos han presentado ineficiencias (Hajizadeh et al., 2012; Kim y 

Hwang., 2019). En este sentido, este trabajo propone un estimador de modelos ARCH-

GARCH compuesto de MCO y operadores de agregación OWA, el cual, promete 

contrarrestar las ineficiencias en el pronóstico de estos modelos.   

El estimador MCO es por naturaleza un estimador lineal (Bettis y Fairlie, 2001; Kilmer y 

Rodríguez, 2017). Por su parte una característica importante en el reordenamiento de los 

operadores OWA es que lo convierte en un operador no lineal. Lo anterior permite insertar a 

la metodología MCO una herramienta no lineal, la cual adicionalmente puede ser 

sobreestimada o subestimada con la asignación de pesos de acurdo a la información 

disponible del tomador de decisión. Por consiguiente, se tiene un estimador con resultados 

que pueden ser manejados mediante información posibilista, lo cual puede auxiliar al 

pronóstico en casos de incertidumbre. Ante esto, la presente investigación tiene como base 

el siguiente objetivo.  

Determinar la efectividad del estimador MCO con operadores de agregación OWA en el 

pronóstico de modelos de volatilidad ARCH-GARCH, cuyas series de tiempo presentan no 

linealidad, no normalidad y comportamientos atípicos. 

Lo anterior basándose en el siguiente objetivo específico: 

Identificar la medida de volatilidad que mejora el porcentaje de error de pronóstico de la 

metodología MCO con el operador OWA en modelos de volatilidad ARCH-GARCH. 
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HIPÓTESIS 

En las últimas décadas, se ha prestado una creciente atención a la previsibilidad de la 

volatilidad de los datos financieros proponiendo modelos híbridos para superar las limitantes 

de los modelos tradicionales (Lahmiri, 2017; Trapero y Kourentzes, 2019). Entre estas 

propuestas, destacan el uso de metodologías difusas y sistemas de agregación como 

metodologías adaptables a los comportamientos de los datos financieros (Cheng y Chen, 

2013; D`Urso et al., 2016). Los modelos de series de tiempo difusas pueden ser funcionales 

para pronosticar el valor futuro en una situación en la que no se visualiza una tendencia o 

patrón en la variabilidad de las series (Tsaur, 2012).  

En este sentido, los sistemas de agregación actúan recogiendo información, la cual puede 

aproximar la estimación a la realidad. Este trabajo utiliza operadores de agregación OWA 

para lograr ese objetivo. Estos operadores pueden obtener buenos resultados para datos no 

certeros (Yager, 1990) debido a que cuenta con un proceso de re-orden y asignación de pesos 

que genera una media que va de mínimo a máximo. Entre este rango diversas situaciones 

pueden ser analizadas, destacando los periodos extremos donde muchos de los problemas de 

estimación y pronóstico se presentan. Para el caso de la volatilidad una situación de análisis 

importante es los periodos de alta volatilidad donde la no linealidad, cambios abruptos y no 

normalidad están presentes. En este caso el tomador de decisión podrá sobreestimar las 

medias OWA acorde a su conocimiento sobre la información disponible de un fenómeno que 

afecta la volatilidad.   

El estimador MCO que utiliza operadores OWA en una misma formulación tiene como 

objetivo utilizar las bondades del operador para introducir información a los parámetros y 

obtener estimaciones adaptables a la realidad.  

En este sentido, este trabajo desarrolla la siguiente hipótesis de investigación: 

El estimador MCO que incluye operadores de agregación OWA en la misma formulación, 

puede minimizar el error de pronóstico en la volatilidad utilizando modelos ARCH-GARCH, 

para series de tiempo con características de no linealidad, no normalidad e imprecisas.  
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Lo anterior es reforzado con a la hipótesis que señala la efectividad del estimador de MCO y 

operadores OWA minimizando el error de pronóstico aun cuando la volatilidad es medida 

con diferentes metodologías.  
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CAPITULO II: CONSIDERACIONES TEÓRICAS DE LA 
VOLATILIDAD DE TIPO DE CAMBIO 

 

Explicar y pronosticar los movimientos en los tipos de cambio nominales puede presentar 

dificultades prácticas (Meese y Rogoff, 1983). El comportamiento de series históricas 

generalmente recorre un camino aleatorio, es decir, las tasas de crecimiento son eventos 

independientes entre sí. Fama (1965) desarrolla la hipótesis de mercados eficientes donde 

justifica la imposibilidad de predecir los rendimientos de los activos financieros y sostiene 

que el proceso estocástico subyacente a los rendimientos es un proceso martingala8.  

Investigaciones posteriores han demostrado que las series financieras además de obedecer 

los supuestos éticos de estas dos propuestas pueden presentar algunos datos estilizados como 

no linealidad, no normalidad, agrupamiento de volatilidad, asimetría y colas pesadas (Yang 

y Chen, 2014; Patton y Sheppard, 2015; Shen et al., 2015; Pinho et al., 2016; Byrne et al., 

2016). Por lo tanto, es importante minimizar el riesgo cambiario ante las repentinas 

apariciones de cualquiera de estas características.   

La volatilidad es hasta cierto punto predecible (Martens y Dijk, 2017), numerosos estudios 

han tratado de demostrar la factibilidad del pronóstico tomando como base la problemática 

de la incertidumbre cambiaria (Wang, 2009; Ghysels y Sinko, 2011; Andersen et al., 2011; 

Valeyre et al., 2013; Pinho et al., 2016).  

A continuación, se presenta un repaso de las características de la volatilidad en las series 

financieras. Adicionalmente, se analizan brevemente los modelos mayormente utilizados en 

la estimación y pronóstico, y se mencionan las metodologías de estimación utilizadas en 

diferentes contextos.  

 

 

 
8 Un proceso martingala demuestra la inexistencia de una estrategia ganadora cuando existe un juego justo. 
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HECHOS ESTILIZADOS DE LAS SERIES FINANCIERAS: EL CASO DEL TIPO DE 

CAMBIO 

Los movimientos en los precios de los activos financieros se originan teniendo en cuenta un 

enfoque basado en eventos (Andersen et al, 2007). En este sentido, la dinámica de los precios 

difiere entre sí, pues cada activo responde a fenómenos y noticias diferentes. Sin embargo, 

las variaciones que aparentemente pueden ser al azar, comparten y exhiben algunos rasgos 

estadísticos característicos. Estas propiedades son comunes a través de una amplia gama de 

instrumentos y de mercados a lo largo del tiempo y se denominan hechos estilizados. 

De esta forma, conocer los hechos estilizados del tipo de cambio puede ser propio de la serie 

que estemos utilizando, ya que, mucho tiene que ver con las características particulares en 

cada caso. En las siguientes secciones se hace un breve repaso de algunos de los principales 

hechos estilizados comunes en las series financieras y se analiza su presencia en el tipo de 

cambio peso mexicano-dólar estadounidense.  

 

Proceso Martingala en los rendimientos  

Una martingala (Harnesses, 1965) puede ser definida como un proceso estocástico (𝑥#)#%& 

tal que 𝑥# representa la ganancia al tiempo n de un jugador involucrado en un juego justo 

respecto a la información dada. Los procesos martingala tienen aplicaciones a varios 

problemas estocásticos y analíticos que tienen que ver con modelación, elección de portafolio 

y pronóstico (Schachermayer, 2003; Zheng et al, 2016; Najafi y Mehrdoust, 2017).  

En este sentido, una martingala sigue una secuencia de variables aleatorias en la que, en un 

tiempo dado, la esperanza condicional del siguiente valor de la secuencia es igual al valor 

presente. Lo anterior está dado por las siguientes características: 

• Sea (Ω, ℱ,ℚ) un espacio de probabilidad y (ℱ#)#%& una colección de 𝜎 − á𝑙𝑔𝑒𝑏𝑟𝑎𝑠 

contenidas cada una en ℱ. Se dice que esa colección es una filtración si ℱ# ⊂ ℱ6 

cuando 𝑛 ≤ 𝑚. Donde 𝑓# es la información acumulada al tiempo n. 
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• De esta forma una colección de variables aleatorias reales (𝑋#)#%& es una martingala 

respecto de la filtración si considera lo siguiente: 

1. 𝑋#	𝑒𝑠	ℱ# − 𝑚𝑒𝑑𝑖𝑏𝑙𝑒 

2. 𝑋#𝜖𝐿A 

3. Ε(𝑋#CA ∕ ℱ#) = 𝑋# para cualquier 𝑛	𝜖	𝑁 

Esto es, se debe tener una sucesión de variables aleatorias adaptables a la filtración, una 

esperanza condicional como un operador lineal y un juego justo con respecto a la información 

proporcionada. Los procesos martingala son fundamentales para la teoría moderna de la 

probabilidad, pues la herramienta teórica sobre la cual se construye la teoría moderna de las 

finanzas matemáticas y el cálculo estocástico es una idea basada en las martingalas. 

 

Mercados eficientes y correlación  

Un mercado en el cual los precios reflejan completamente la información disponible es un 

mercado eficiente (Fama, 1970).  En este sentido, Lo and Mackinlay (1988) prueban que los 

precios de un activo financiero cuyo mercado es eficiente sigue un comportamiento de 

caminata aleatoria o martingala, en el cual el pronóstico del día de mañana puede calcularse 

con la información del día de hoy. Sin embargo, si la hipótesis del mercado eficiente se 

cumple en su totalidad el juego será justo y los precios no pueden ser completamente 

predecibles.  

Por otro lado, la Psicología y la economía del comportamiento argumentan que la hipótesis 

de los mercados eficientes se basa en suposiciones no factuales con respecto al 

comportamiento humano, esto es, la irracionalidad (Lo, 2008). Al respecto Thaler (1994) 

explica que existen comportamientos cuasi racionales importantes en algunas situaciones 

definidas, las personas toman decisiones que son sustancialmente diferentes de las predichas 

por los modelos económicos estándar. En ese sentido, en los mercados puede existir 

numerosos factores por los cuales no son completamente eficientes. 
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         Retornos TC Fix                                                          Retornos al cuadrado TC Fix 

Figura 4. Correlogramas 
tipo de cambio peso-dólar. 

 

Para conocer la eficiencia de un mercado se han desarrollado diferentes metodologías. En el 

caso de los correlogramas, si el mercado del activo financiero es eficiente las correlaciones 

de los rendimientos no son significativas, mientras que las correlaciones de los rendimientos 

al cuadrado si lo son (Hamid et al, 2010). 

En general, todos los retornos de activos financieros no presentan correlación. En el caso del 

tipo de cambio peso mexicano-dólar estadounidense, la figura 4 muestra una correlación de 

orden 1. Por su parte, los retornos al cuadrado presentan una estructura de correlación que 

sugieren una débil significancia, esto es, que la varianza condicional no es constante en los 

primeros ordenes, pero a partir del 2-3 si lo es. Lo anterior pone en duda la eficiencia del 

mercado cambiario en México. Los modelos de heteroscedasticidad condicional presentan 

una estructura de correlación de volatilidad que decae exponencialmente, tal y como sucede 

empíricamente en los retornos al cuadrado del tipo de cambio. 

 

La no normalidad de los rendimientos 

En el estudio estadístico de las series financieras es conveniente asumir que estas presentan 

una distribución normal. La normalidad involucra que los datos se agrupan alrededor de la 

media, lo cual facilita el análisis del pronóstico al considerar probabilísticamente que el 
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resultado se debe encontrar en un rango conocido. Sin embargo, estudios como los de Fama 

(1965), Taylor (2005), y Franses y Dijk (2003) muestran que la distribución empírica en 

rendimientos financieros presentan colas pesadas (curtosis mayor a tres), apalancamiento y 

en algunos casos asimetrías. 

La existencia de estos escenarios dificulta el estudio de las series de tiempo, en tanto que 

debe existir un análisis mucho más profundo para conocer las características propias de cada 

serie.  En ese sentido, han surgido una serie de modelos y métodos de estimación adaptables 

a las características de no normalidad persistentes en los datos (Trucíos y Hotta, 2016; 

Kastner et al., 2017).  

Para el caso del tipo de cambio peso mexicano-dólar estadounidense, la figura 5 muestra 

como los rendimientos no llevan un comportamiento normal, presentando contrariamente 

una alta curtosis y un sesgo hacia la derecha. Esto resalta los grandes saltos que han existido 

en la serie durante diferentes periodos. 

 

 

Figura 5. Distribución de frecuencias 
Fuente: Elaboración propia a partir del tipo de cambio FIX peso mexicano-dólar estadounidense. 
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Agrupamiento de volatilidad y su asimetría  

Según las actividades comerciales de los inversionistas fundamentales9 y los movimientos de 

los seguidores de las tendencias, el precio del mercado fluctúa alrededor de un valor 

establecido de los activos con una baja o alta volatilidad dadas unas condiciones del entorno 

financiero (He et al., 2016). Esto es, los grandes movimientos en compra y venta de productos 

financieros generan tendencias de alta o baja volatilidad.  

Con la existencia de ruido en los mercados financieros se genera un cambio irregular entre 

los dos regímenes de volatilidad (baja y alta volatilidad), por lo tanto, conduce a la agrupación 

de volatilidad (Gaunersdorfer et al., 2008; Ning et al., 2014; Hainaut, 2016). Grandes 

movimientos de volatilidad son seguidos por grandes movimientos de volatilidad 

caracterizados por la existencia de inestabilidades en los mercados, a su vez, pequeños 

movimientos de volatilidad son seguidos de pequeños movimientos de volatilidad 

caracterizados por periodos de relativa tranquilidad en los mercados. 

 

Figura 6. Agrupamiento de log-volatilidad. 
Fuente: tipo de cambio peso mexicano-dólar estadounidense. 

 
9 Aquellos inversionistas que por sus grandes transacciones o gran influencia tienen un alto impacto en el 
mercado 
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La alta volatilidad de los rendimientos tiende a agruparse más a menudo que las bajas 

volatilidades de los rendimientos, esta característica es comúnmente denominada asimetría 

de la volatilidad (Ning et al., 2014). En épocas de volatilidad al alza es muy común encontrar 

movimientos mucho mayores que en épocas de volatilidad a la baja. En este sentido, trabajos 

como los de Maciel et al. (2016), Patton y Sheppard (2015) y Chimrani et al. (2018) 

consideran la asimetría en la volatilidad como un componente importante en los modelos y 

métodos de pronóstico.  

Como lo muestra la figura 6, el agrupamiento de la volatilidad tiende a marcarse en periodos 

de alta turbulencia. Después de las grandes inestabilidades quedan secuelas marcadas con 

inestabilidades notorias. Lo anterior, provoca que los modelos lineales de estimación y 

pronóstico tiendan a fallar en los periodos señalados.  

 

MODELOS DE HETEROSCEDASTICIDAD CONDICIONAL  

La mayoría de los resultados empíricos de la literatura de volatilidad se basan en el uso de 

datos de frecuencia diarias junto con formulaciones de modelos de heteroscedasticidad 

condicional para estimar y pronosticar la variabilidad (Andersen et al., 2011). Engle (1982) 

desarrolló un método estocástico para estimar la volatilidad llamado modelo autorregresivo 

de heteroscedasticidad condicional (ARCH). En este modelo la varianza condicional depende 

del cuadrado de los rezagos de los términos aleatorios llamados errores o choques. Para este 

tipo de procesos, el pasado reciente proporciona información sobre la varianza de un periodo. 

Por lo tanto, la previsión de un valor de hoy se basa en la información pasada, todo ello bajo 

ciertos supuestos estándar (Engle, 1982). El modelo general queda como sigue: 

 𝑦H = 𝜖H				𝑑𝑜𝑛𝑑𝑒	𝜖H ∕ ΨHKA~𝑁(0, ℎH) (1) 

 𝑢H =
𝜖H
PℎH

 (2) 



 30 

 ℎH = 𝛼R + 𝛼A𝜀HKAU , (3) 

donde 𝑢H es el residual estandarizado, y ℎH	 el componente de volatilidad, en el cual 𝛼A 

representa la magnitud en la que se considera el error anterior en el periodo actual. Los 

modelos ARCH han tenido éxito en la captura de la dinámica en la varianza utilizando 

modelos paramétricos simples (Ghysels et al., 2006). Sin embargo, en las aplicaciones 

empíricas se suele requerir un retraso relativamente largo en la ecuación de la varianza 

condicional e imponer una estructura de retardo fijo para conservar su funcionalidad.  

Bollerslev (1986), amplió la clase ARCH para permitir tanto una memoria más larga, como 

una estructura de retraso flexible y propuso el modelo autorregresivo de heteroscedasticidad 

condicional generalizado (GARCH). En este la varianza condicional además de depender de 

los cuadrados de las perturbaciones pasadas, ahora también está en función de las varianzas 

condicionales de períodos anteriores. Se representa como sigue: 

 ℎH = 𝛼R + 𝛼A𝜀HKAU + 𝛽AℎHKA, (4) 

donde 𝛽A mide la memoria que tiene la serie, esto es, la cantidad de volatilidad del día anterior 

conservada hoy. Para asegurar que el proceso de varianza es siempre positiva y estacionaria 

se debe cumplir que 𝛼R > 0, 𝛽A ≥ 0, 𝛽U ≥ 0 and ∑ (𝛽A + 𝛽U) < 1\]^	(_,`)
abA . Los modelos 

GARCH reflejan la dependencia no lineal de la varianza condicional de la serie de tiempo 

estimando una media y varianza condicionales, combinando ARCH y modelos de promedios 

móviles autoregresivos. 

En años recientes trabajos como los de Valeyre et al. (2013), Pinho et al. (2016), continúan 

utilizando las bases de los modelos autorregresivos desarrollados por Engle y Bollerlev, a los 

cuales se le añaden nuevas metodologías para mejorar su eficiencia.  
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MÉTODOS DE ESTIMACIÓN DE PARÁMETROS  

 

Método de mínimos cuadrados ordinarios 

La regresión lineal estadística (LR) es una herramienta para el análisis y la suma de 

información utilizada en desarrollar modelos matemáticos en negocios (Maturo y Hoskova-

mayerova, 2017), pronóstico económico (Chudik et al., 2018), ciencias naturales (Kilmer y 

Rodríguez; 2016), ingeniería (Braun et al., 2014), entre otros. La LR es un modelo que cuenta 

con ventajas frente a otros modelos tales como la simplicidad en su aplicación y la parsimonia 

(Dimson y Marsh, 1990; Raposo; 2016). 

El método pronostica bajo el supuesto de continuar la correlación entre las variables en el 

futuro (Song et al, 2005). Su funcionamiento se establece con una variable dependiente y 

acompañada con sus subsecuentes variables independientes 𝑥A, 𝑥U, 𝑥c … . . 𝑥#. El modelo de 

regresión lineal en su forma simple queda representado como sigue: 

 𝑦f = 𝛽R + ∑ 𝛽g𝑥g
_
gbA , (5) 

donde y representa la variable dependiente y los parámetros beta (𝛽R … . . 𝛽g) son los 

coeficientes a estimar en la regresión lineal. Un método popular para estimar los parámetros 

es el de mínimos cuadrados ordinarios (MCO) cuya idea fue introducida por Cavalli-Sforza 

y Edwars (1967) en el área genética y subsecuentemente desarrollado para el área de las 

ciencias económico financieras por Cox (1975). 

El MCO utiliza una línea media para ajustar datos, por lo tanto, la distancia vertical desde 

cada punto de datos a la línea se minimiza en todos los puntos (Heshmaty y Kandel, 1985). 

El objetivo es encontrar la mejor curva que minimiza la suma residual de cuadrados  (Raposo, 

2016). La forma general de MCO se denota como sigue: 

 𝑚𝑖𝑛∑(𝜎aU − 𝜎faU)U, (6) 



 32 

donde 𝜎aU representa la variabilidad observada, y 𝜎faU la variabilidad estimada o pronosticada. 

El MCO facilita el trabajo en muestras grandes con tendencia lineal (Bettis y Fairlie, 2001; 

Kilmer y Rodriguez, 2017). Sin embargo, esta linealidad puede afectar su desempeño en 

datos con comportamientos atípicos (Horrace y Oaxaca, 2006; Romano y Wolf, 2016). 

El MCO puede ser aplicado tanto en regresiones simples como en regresiones múltiples. Para 

el caso de regresión simple, encontrar los valores de a y b que minimizan la expresión 

anterior se calcula como sigue: 

 
𝛽 =

𝐶𝑜𝑣(𝑥, 𝑦)
𝑣𝑎𝑟(𝑥) =

∑ (𝑥j − 𝑥̅)(𝑦j − 𝑦l)j
jbA

∑ (𝑥j − 𝑥̅)Uj
jbA

,	 (7) 

 

 𝛼 = 𝑦l − 𝛽𝑥̅, (8) 

 

donde 𝑥̅ y 𝑦l son las medias en los sets 𝑥j, 𝑦j respectivamente. 

En el caso de la regresión múltiple los cálculos se extienden según el número de variables 

independientes que se analicen en un modelo. Considerando una regresión múltiple con dos 

variables independientes 𝑦g = 𝛼 + 𝛽A𝑥g + 𝛽U𝑧g, los parametros estan dados por las siguientes 

ecuaciones: 

 

 𝛼 = 𝑦l − 𝛽A𝑥̅ − 𝛽U𝑧 ̅ (9) 
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𝛽A =

(∑𝑦a𝑥a)(∑ 𝑧aU) − (∑𝑦a𝑧a)(∑ 𝑥a𝑧a)
(∑𝑥aU)(∑ 𝑧aU) − (∑𝑥a𝑧a)U

																																																							

=
[𝐶𝑜𝑣(𝑦, 𝑥)][𝑣𝑎𝑟(𝑧)] − [𝐶𝑜𝑣(𝑦, 𝑧)][𝐶𝑜𝑣(𝑥, 𝑧)]

[𝑣𝑎𝑟(𝑥)][𝑣𝑎𝑟(𝑧)] − [𝐶𝑜𝑣(𝑥, 𝑧)]U  

(10) 

 

 

 

 

𝛽U =
(∑𝑦a𝑧a)(∑ 𝑥aU) − (∑𝑦a𝑥a)(∑ 𝑥a𝑧a)

(∑𝑥aU)(∑ 𝑧aU) − (∑𝑥a𝑧a)U

=
[𝐶𝑜𝑣(𝑦, 𝑧)][𝑣𝑎𝑟(𝑥)] − [𝐶𝑜𝑣(𝑦, 𝑥)][𝐶𝑜𝑣(𝑥, 𝑧)]

[𝑣𝑎𝑟(𝑥)][𝑣𝑎𝑟(𝑧)] − [𝐶𝑜𝑣(𝑥, 𝑧)]U , 
(11) 

 

donde cov es la covarianza [(z,y)(x,y)(x,z)], entonces 𝑐𝑜𝑣 = ∑ (𝑎j − 𝑎l)q𝑏j − 𝑏lrj
jbA , y var es 

la varianza (x;z), donde 𝑣𝑎𝑟 = ∑ (𝑎j − 𝑎l)Uj
jbA . Las varianzas y los valores estándar del 

estimador MCO son estudiadas en (Gujarati & Porter, 2009). 

 

Método de máxima verosimilitud 

Desde que Fisher (1992; 1925) analizó el método de máxima verosimilitud, este se ha 

convertido en una de las herramientas comúnmente utilizadas para la estimación y pronóstico 

estadístico.  El método de máxima verosimilitud (MLE) se utiliza para estimar una variedad 

de modelos, como lo son los modelos lineales, análisis factorial, análisis de componentes 

factoriales y modelos de ecuaciones estructurales (Snoke et al, 2018).  

Una suposición fundamental en el MLE es que se conoce el comportamiento estocástico que 

determina un fenómeno de investigación, mediante una función de probabilidad (White, 

1982; Jiao et al., 2017).  Esta función probabilística llamada comúnmente función de 
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verosimilitud se construye mediante una función de densidad de probabilidad conjunta de los 

datos dados en términos de un conjunto de parámetros, de modo que: 

 

 q𝑓(𝑦A, 𝑦U, … . , 𝑦H ∖ ∅)r, (12) 

 

donde 𝑦A, 𝑦U, … , 𝑦H son los rendimientos del activo financiero de 1 a t, y f es el vector de 

parámetros que se desea estimar. El objetivo del MLE es maximizar la función de 

verosimilitud mediante la derivada de esta. Sin embargo, la estructuración de la función de 

verosimilitud en algunos casos puede ser compleja y no se puede llegar a una solución en la 

forma simple de MLE (Allman et al, 2018).  

El MLE es usualmente utilizado para estimar los parámetros en los modelos tipo GARCH 

(Pedersen y Rahbek, 2016; Hansen y Huang, 2016; Augustyniak et al., 2018). En estos 

modelos se busca la función de los rendimientos de los precios y el resultado es aquel que 

maximiza el comportamiento de esta. El objetivo es conocer el comportamiento adecuado de 

la función para hacer una estimación y un buen pronóstico en cualquier variable de serie de 

tiempo.  
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CAPITULO III: LOS OPERADORES DE AGREGACIÓN OWA 

Las series temporales financieras presentan patrones como lo son la no linealidad, los 

cambios abruptos, la no estacionalidad y agrupamientos de volatilidad, donde las variables 

que intervienen no tienen una clara tendencia a moverse a un valor fijo. Esto provoca cierto 

nivel de vaguedad y confusión en su estudio (Fuller y Maijlender, 2003; Chang y Liu 2008; 

Korol 2014).  

En un entorno de información imperfecta, la lógica difusa puede verse como un intento de 

formalización de la capacidad para tomar decisiones racionales (Zadeh, 2008). Después de 

que Zadeh (1965) introdujo conectivos de conjuntos borrosos de múltiples valores y Sugeno 

(1974) aplica las llamadas medidas difusas e integrales, se rompen las fronteras entre 

máximos, mínimos y medias aritméticas en el estudio de series de datos complejos, trayendo 

consigo el abordaje del estudio de la familia de operadores de promedio. 

Cuando se analiza información, es muy común revisar una gran cantidad de aspectos que 

deben recopilarse y mostrarse en resultados simples. Los operadores de agregación pueden 

seleccionar información diferente y proporcionar un resultado sencillo o práctico (Merigó et 

al., 2016). Muchos operadores de agregación se han desarrollado con el objetivo de incluir 

información. En el caso de operadores de máximos y mínimos podemos encontrar el 

Operador de promedio aritmético (AA) (Mamdani, 1974; Marichal, 2001), el Operador de 

promediado ponderado difuso (FWA) (Aczel, 1984; Poyhonem y Hamalainen, 2001), el 

Operador de promedio geométrico (GA) (Dong y Wong, 1987; Kao y Liu, 2001) y el 

operador de promedio ponderado ordenado  (OWA) (Yager, 1992; Liu y Wang, 2016). 

En este apartado se describe el funcionamiento del operador de agregación OWA, sus 

características y algunas extensiones que se han propuesto desde su concepción.  

 

BREVE RESEÑA DEL OPERADOR OWA 

El operador de promedio ponderado ordenado (OWA) introducido por Yager (1988) es un 

operador de agregación muy popular en entornos de incertidumbre. Este proporciona una 
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familia parametrizada de operadores de agregación entre el máximo, el mínimo y el 

promedio. Por lo tanto, el operador OWA es capaz de subestimar o sobreestimar los 

resultados iniciales de la persona que toma las decisiones de acuerdo con un grado de 

optimismo o pesimismo (Merigó et al., 2012). De esta forma el operador de agregación OWA 

trabaja con múltiples criterios que consisten en adoptar una postura determinada por parte de 

los decisores, estos criterios son los siguientes: 

- Criterio optimista. Supone que se presentara la situación más favorable. Por tanto, se 

busca elegir el resultado más favorable posible, este método también es llamado 

maximax pues se elige el máximo de los máximos. Se presenta como sigue: 

 𝐷𝑒𝑐𝑖𝑠𝑖ó𝑛 = 𝑀𝑎𝑥{𝐸a} = 𝑀𝑎𝑥{𝑀𝑎𝑥|𝑎g}~. (13) 

- Criterio pesimista o de Wald (1950). Supone que se presenta la situación más 

desfavorable posible. Por lo tanto, el resultado consiste en elegir el mejor resultado 

de entre los peores. Este método se conoce como método maximin, esto es, elegir de 

los mínimos beneficios el mayor de todos: 

 𝐷𝑒𝑐𝑖𝑠𝑖ó𝑛 = 𝑀𝑎𝑥{𝐸a} = 𝑀𝑎𝑥{𝑀𝑖𝑛|𝑎g}~. (14) 

- Criterio de Hurwicz (1951). Representa una combinación entre el criterio optimista y 

e criterio pesimista. Realiza una ponderación con un coeficiente de optimismo y otro 

de pesimismo, para posteriormente sumarlo y elegir la alternativa que proporcione un 

mejor resultado. 

 𝐷𝑒𝑐𝑖𝑠𝑖ó𝑛 = 𝑀𝑎𝑥{𝐸a} = 𝑀𝑎𝑥{𝛼𝑀𝑎𝑥|𝑎g} + (1 − 𝛼)𝑀𝑖𝑛|𝑎g}~. (15) 

donde 𝛼 + (1 − 𝛼) = 1 
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- El criterio de Laplace (1951). Implica asociar un mismo grado de probabilidad a las 

distintas situaciones o estados de la naturaleza, mientras no haya algo que indique lo 

contrario: 

 𝐷𝑒𝑐𝑖𝑠𝑖ó𝑛 = 𝑀𝑎𝑥{𝐸�} = 𝑀𝑎𝑥{q1 𝑛� r∑ 𝑎g#
gbA ~. (16) 

- Criterio de Savage (1951). Considera que para cada situación o estado existe una 

estrategia óptima, para ello se le asigna un valor de costo de oportunidad a cada 

estrategia. Posteriormente se elige el mayor costo de oportunidad para cada 

alternativa y de entre estos se elige el menor. Este método es conocido como 

minimax: 

 𝐷𝑒𝑐𝑖𝑠𝑖ó𝑛 = 𝑀𝑖𝑛|𝐸g} = 𝑀𝑖𝑛{𝑀𝑎𝑥|𝑠g}~, (17) 

donde: 𝑠g = 𝑀𝑎𝑥|𝑎g} − 𝑎g 

La idea básica de los operadores OWA es colocar pesos en los componentes de los vectores 

de clasificación después de una separación preliminar de las calificaciones individuales. La 

otra contribución crucial de este operador es conectar estos pesos con cuantificadores difusos 

(Yager et al., 2011). Se define como sigue. 

Un operador OWA de dimensiones n es un trazo 𝑓: 𝑅# → 𝑅 que tiene un vector asociado n 

𝑊 = (𝑤A,𝑤U, … . , 𝑤H)H  tal que 𝑊g ∈ [0,1], ∑ 𝑤g = 1#
gbA . De esta forma su construcción 

general queda como sigue: 

 𝑂𝑊𝐴(𝑎A, 𝑎U, … , 𝑎#) = ∑ 𝑤g𝑏g#
gbA , (18) 

donde 𝑏g es el largo del vector de las observaciones 𝑎a, mientras que 𝑤g representa el vector 

de los pesos asignados a cada observación. 
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Debe de tomarse en cuenta que, si 𝑊 = (1,0, … ,0)�, entonces f es reducido  al máximo 

operador; si 𝑊 = (0,0,000,1)�, en este caso f es reducido al operador mínimo; si 𝑊 =

(1 𝑛,� 1 𝑛� ,… , 1 𝑛� )�, entonces es reducido al operador de promedio aritmético. 

El aspecto fundamental del operador OWA es reordenar los pesos, esto es, un argumento 𝑎a 

no está asociado con un peso en particular 𝑤a , de esta forma, un peso 𝑤a está asociado con 

una posición particular de ordenamiento i de las observaciones (Xu y Da, 2003).  

El operador OWA es conmutativo, monótono, cerrado e idempotente (Yager, 1988). 

• Conmutativo, pues 𝑂𝑊𝐴(𝑎A, 𝑎U, … , 𝑎#) = 𝑓(𝑒A, 𝑒U, … , 𝑒#) donde (𝑎A, 𝑎U, … , 𝑎#) es 

cualquier permutación de argumentos (𝑒A, 𝑒U, … , 𝑎#).  

• Monótono pues 𝑎a ≥ 𝑢a,  para todos 𝑎a, entonces, 𝑂𝑊𝐴q𝑎A,𝑎U, … , 𝑎#r ≥

𝑂𝑊𝐴(𝑢A, 𝑢U, … , 𝑢#).  

• Cerrado porque la agregación es delimitada por el mínimo y el máximo, esto es, 

𝑀𝑖𝑛{𝑎a} ≤ 𝑂𝑊𝐴(𝑎A, 𝑎U, … , 𝑎#) = 𝑎.  

• Idempotente pues si 𝑎a = 𝑎, para todos los 𝑎a, entonces,  𝑂𝑊𝐴(𝑎A, 𝑎U, … 𝑎#) = 𝑎. 

Las características implícitas en los operadores de agregación OWA lo convierten en una 

familia de modelos que refleja el carácter actitudinal (grado de optimismo) de las preferencias 

en los mercados (Merigó, 2012), esto ante una situación de toma de decisiones bajo 

incertidumbre. La familia de operadores OWA ha sido utilizada en un rango de aplicaciones 

como toma de decisiones (Xu, 2006; Liu y Wang, 2016), selección de portafolio (Zhang y 

Zhang, 2004; Singh et al., 2010) y pronóstico (Cheng et al., 2013; Leon-Catro, 2018). 

 

EXTENSIONES DEL OPERADOR DE AGREGACIÓN OWA 

Desde su introducción, el operador OWA ha sido extendido en diversos caminos, esto crea 

una familia de operadores de agregación con base en la agregación OWA. Este apartado 

presenta una breve reseña de las características y funcionamientos de los operadores IOWA, 

GOWA, OWAWA, IGOWA, IPOWA, IOWAWA e IPOWAWA. 
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Una de las extensiones más popular del operador OWA es el operador inducido OWA 

(IOWA) introducido por Yager y Filev (1999). El operador IOWA es utilizado para agregar 

duplas como (𝑣a, 𝑎a), donde 𝑣a es llamado valor de orden inducido y 𝑎a es el valor del 

argumento. El uso de un valor inducido provee una herramienta para modelar en diferentes 

situaciones (Yager, 2003). Este es definido como sigue: 

Un operador IOWA de dimensiones n es un mapeo 𝐼𝑂𝑊𝐴:	𝑅# → 𝑅, tal que tiene un vector 

de pesos asociado 𝑊 =	 [𝑤A, 𝑤U, . . , 𝑤#]�, donde 𝑤a =∈ [0,1] y ∑ 𝑤a = 1#
abA , se tiene: 

 𝐼𝑂𝑊𝐴(〈𝑢A, 𝑎A〉〈𝑢U, 𝑎U〉, … , 〈𝑢#, 𝑎#〉) = ∑ 𝑤g𝑏g#
gbA  , (19) 

donde 𝑏g es el valor 𝑎a en la tupla IOWA 〈𝑢a, 𝑎a〉, la cual tiene el más grande 𝑢a. El operador 

IOWA también incluye los casos particulares de máximo, mínimo y promedio.  

Otra extensión OWA ocurre cuando los argumentos se extraen del intervalo unitario. Yager 

(2004) introduce el operador OWA generalizado (GOWA), el cual combina el operador 

OWA con el operador de medias generalizadas en una misma formulación. Este es definido 

como sigue: 

Es un operador GOWA con mapeo 𝐺𝑂𝑊𝐴:𝑅# → 𝑅, tal que tiene un vector de pesos asociado 

𝑊 =	 [𝑤A, 𝑤U, . . , 𝑤#]�, donde 𝑤a =∈ [0,1] y ∑ 𝑤a = 1#
abA , adicionalmente se considera un 

parámetro lambda 𝜆 ∈ [−∞,∞]. Se tiene: 

 

𝐺𝑂𝑊𝐴(𝑎A, 𝑎U, … , 𝑎#) = ��𝑤g𝑏g
�

#

gbA

�

A
��

, (20) 

donde 𝑏g es el valor más grande en 𝑎a. El operador GOWA tiene algunos casos especiales; 

cuando 𝜆 = 1 el operador GOWA es el operador OWA. Si 𝜆 = 0 el operador GOWA se 

vuelve el operador OWG (Chiclana et al, 2000). Cuando 𝜆 = −1 la agregación es el operador 

OWHA (Chen et al, 2004). Si 𝜆 = 2 se forma el operador OWQA (Dyckhoff y Pedrycz, 

1984). 
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También es posible añadir probabilidades al cálculo del operador OWA. El OWA 

probabilístico (POWA) (Merigó, 2009; Merigó, 2012) provee una completa representación 

de la realidad unificando las probabilidades y el reordenamiento OWA. Este considera el 

grado de importancia en cada proceso de agregación. La formulación es como sigue: 

 
𝑃𝑂𝑊𝐴(𝑎A, 𝑎U, … , 𝑎#) =�𝑝��

#

gbA

𝑏g,	

(21) 

donde 𝑏g es el más grande 𝑎a, el cual esta asociado a una probabilidad 𝑝a. Donde existe tal 

relación que  𝑝̂g = 𝛽𝑤g + (1 − 𝛽)𝑝g con 𝛽 ∈ [0,1]. Entonces, si  𝛽 = 0 es operador 

probabilístico PA aparece, y si 𝛽 = 1 se obtiene el operador OWA. El operador POWA 

también es monótono, conmutativo e idempotente. 

Entre las extensiones que se enfocan en el vector de pesos ponderado, está el promedio 

ponderado OWA (OWAWA) (Merigó, 2009). Este unifica el operador OWA con el 

promedio ponderado (WA) en la misma formulación considerando un grado de importancia 

para cada análisis. Su formula es la siguiente: 

Un operador OWAWA es un mapeo 𝑂𝑊𝐴𝑊𝐴:𝑅# → 𝑅 asociado con vector de pesos 𝑊 tal 

que 𝑤a =∈ [0,1] y ∑ 𝑤a = 1	#
abA , de acuerdo a la siguiente ecuación: 

 𝑂𝑊𝐴𝑊𝐴(𝑎A, 𝑎U, … , 𝑎#) = ∑ 𝑣��#
gbA 𝑏g, 

(22) 

donde 𝑏g el elemento más grande 𝑎a, el cual tiene un peso asociado 𝑣a. Donde ∑ 𝑣a = 1#
abA  y 

𝑣a ∈ [0,1]. El operador OWAWA cuenta con propiedades similares a las del operador de 

agregación OWA. 

Adicionalmente, es posible unir los atributos del operador GOWA y el operador IOWA en 

una formulación. El operador IGOWA fue propuesto por Merigó y Gil-Lafuente (2009), este 

operador utiliza medias generalizadas y variables ordenadas inducidas en el proceso de 

reordenamiento. Se define como sigue: 
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Es un operador IGOWA de dimensiones n si tenemos un mapeo 𝐼𝐺𝑂𝑊𝐴:𝑅# → 𝑅, con un 

vector de pesos asignado 𝑊 con 𝑤a ∈ [0,1] y ∑ 𝑤a = 1#
abA , un set de variables inducidas 𝑢a, 

y un parámetro lambda 𝜆 ∈ [−∞,∞] acorde a la siguiente formula: 

 

𝐼𝐺𝑂𝑊𝐴(〈𝑢A, 𝑎A〉〈𝑢U, 𝑎U〉, … , 〈𝑢#, 𝑎#〉) = ��𝑤g𝑏g
�

#

gbA

�

A
��

, (23) 

donde (𝑏A, … , 𝑏#) es (𝑎A, … , 	𝑎#) reordenado en forma descendente según los argumentos 

𝑢A. El operador OWA comparte las propiedades del operador OWA; monótono, conmutativo 

e idempotente. 

Si el propósito es no utilizar el proceso de re-orden del OWA tradicional, el operador POWA 

y el operador OWAWA pueden ser modificados con el proceso de orden inducido. El 

operador IPOWA (Yager et al, 1995; Merigó, 2010) unifica las probabilidades y la 

complejidad de variables en algunos casos particulares. En este sentido, IOWAWA (Merigó, 

2011) también puede realizar unificaciones en tomas de decisiones bajo incertidumbre y 

riesgo. Ambas definiciones se desarrollan como sigue: 

Un operador IPOWA de dimensiones n es un mapeo 𝐼𝑃𝑂𝑊𝐴:	𝑅# → 𝑅 que tiene un vector 

asociado de pesos 𝑊 =	 [𝑤A, 𝑤U, . . , 𝑤#]� tal que 𝑤a =∈ [0,1] y 𝑤a + ⋯+ 𝑤# = 1, entonces 

un argumento inducido IOWA 𝑢a tiene un vector de probabilidad asociada 𝑝 con ∑ 𝑝a = 1#
abA  

y 𝑝a ∈ [0,1],  entonces: 

 
𝐼𝑃𝑂𝑊𝐴(〈𝑢A, 𝑎A〉〈𝑢U, 𝑎U〉, … , 〈𝑢#, 𝑎#〉) = �𝑝��

#

gbA

𝑏g (24) 

donde 𝑏g es el más grande de los valores 𝑢a. 

Un operador IOWAWA es una aplicación 𝐼𝑂𝑊𝐴𝑊𝐴:𝑅# → 𝑅 de dimensiones N, si este tiene 

un vector de pesos asociado 𝑊 tal que 𝑤a =∈ [0,1] y 𝑤a + ⋯+ 𝑤# = 1, entonces los 
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argumentos inducidos IOWA tienen un adicional vector de pesos asociados 𝑉, donde 

∑ 𝑣a = 1#
abA  y 𝑣a ∈ [0,1], acorde a la siguiente formula: 

 𝐼𝑂𝑊𝐴𝑊𝐴(〈𝑢A, 𝑎A〉〈𝑢U, 𝑎U〉, … , 〈𝑢#, 𝑎#〉) = ∑ 𝑣��#
gbA 𝑏g, (25) 

donde 𝑏g es el más grande de los valores 𝑢a. 

Es también posible adherir los atributos del operador IOWA, el operador POWA y el 

operador OWAWA en una formulación, esta no solo usa variables inducidas de orden sino 

también representa complejidad en el proceso de reordenamiento de la agregación. El 

operador IPOWAWA (Merigó et al, 2012) unifica el operador IOWA, el promedio 

ponderado y la agregación probabilística en la misma formulación. Es definido como sigue: 

Un operador IPOWAWA de dimensiones n es una aplicación 𝐼𝑃𝑂𝑊𝐴𝑊𝐴:𝑅# → 𝑅, si tiene 

un vector de pesos adociado W, donde la suma de los pesos es 1 y 𝑤g ∈ [0,1],  un vector de 

pesos V correspondiente a los promedios ponderados,  con ∑ 𝑣a = 1#
abA  y 𝑣a ∈ [0,1] y un 

vector P que afecta la probabilidad, donde ∑ 𝑝a = 1#
abA  y 𝑝a ∈ [0,1]. Adicionalmente un 

IOWA par inducido 〈𝑢a, 𝑎a〉 es considerado, entonces: 

 𝐼𝑃𝑂𝑊𝐴𝑊𝐴(〈𝑢A, 𝑎A〉〈𝑢U, 𝑎U〉, … , 〈𝑢#, 𝑎#〉) = 𝐶A ∑ 𝑤g𝑏g +#
gbA

𝐶U ∑ 𝑣a𝑎a + 𝐶c ∑ 𝑝a𝑎a#
gbA

#
gbA , 

(26) 

donde 𝑏g es el valor 𝑎a en el IOWA con el elemento más grande  𝑢a, y 𝐶A, 𝐶U y 𝐶c ∈ [0,1], 

con 𝐶A + 𝐶U + 𝐶c = 1. Note que los casos especiales son obtenidos acorde al uso de C; si 

𝐶A = 1 se obtiene el operador IOWA, si 𝐶U = 1 el promedio ponderado es obtenido, cuando 

𝐶c = 1 se obtiene el promedio probabilístico, si 𝐶A = 𝑂 se forma el promedio ponderado 

probabilístico.  
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CAPITULO IV: METODOLOGÍA 

Con el objetivo de mejorar la eficiencia de los modelos GARCH en el pronóstico, se ha 

propuesto la unión de estos con otras metodologías.  El uso de sets difusos (Thavaneswaran 

et al., 2009; Chen y Chen, 2015; Garcia y Kristjanpoller, 2019) y procesos de agregación 

(Hafner, 2008; Cheng y Chen, 2013) son algunas de los trabajos que han mejorado el 

funcionamiento de los modelos GARCH.  

La presente investigación propone la utilización de operadores de agregación OWA en el 

proceso de MCO para la estimación de los parámetros en modelos GARCH. El objetivo es 

minimizar el error de pronóstico alternando diferentes formas de medir la volatilidad. 

 

 

Figura 7. Evolución del tipo de cambio FIX 1994-2019. 
Fuente: BANXICO 2020. 

 

El proceso metodológico que se lleva a cabo para el cumplimiento del objetivo esta 

enumerado en los siguientes pasos:  
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Paso 1. El estudio es realizado en el tipo de cambio, donde se utiliza el tipo de cambio peso 

mexicano-dólar estadounidense. Para lo anterior, se elaboró una base de datos histórica del 

tipo de cambio Fix de 1994-2019 en forma diaria y mensual. Adicionalmente, se construyó 

una base de datos del tipo de cambio máximos y mínimos de demanda (Bid) en FOREX 

2011-201910.  

La figura 7 muestra la evolución del tipo de cambio diario FIX de 1994 a 2019, donde se 

observa la tendencia al alza de la moneda con saltos marcados en épocas de inestabilidad. 

Por su parte, la figura 8 muestra una comparación entre el tipo de cambio FOREX mensual 

y el tipo de cambio FIX para el periodo 2011-2019. En el caso del tipo de cambio FOREX 

se ha tomado los precios máximos y mínimos diarios para posteriormente calcular su 

promedio mensual. Note el comportamiento similar entre ambos indicadores.  

 

 

Figura 8. Comparación de tipo de cambio FIX y FOREX en el periodo 2011-2019. 
Fuente: BANXICO 2020, FOREX 2020. 

 

 
10 La información del tipo de cambio peso mexicano- dólar estadounidense en la plataforma FOREX a partir 
de 2011. 
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Paso 2. La volatilidad no es una variable observada, por lo tanto, se tiene que calcular 

(Andersen et al, 2001; Becker et al, 2015). La literatura introduce varias formas de cálculo 

con el objetivo de obtener una mejor estimación y pronóstico. En este sentido, se tiene: 

Desviación estándar. La volatilidad es comúnmente calculada mediante desviación estándar 

(SD) (Daly, 2008). Esta es una medida de dispersión con respecto a la media que se desarrolla 

como sigue:   

 
𝜎 = �A

#
∑ (𝑥a − 𝜇)U#
abA , (27) 

donde n es el número de datos y µ es la media aritmética. 

Log-volatilidad. Una propuesta frecuente en investigación científica es el cálculo de 

volatilidad mediante varianzas de los logaritmos de los retornos (Kim et al, 1998; Chan y 

Grant, 2016). Log-volatilidad se calcula mediante los rendimientos (R) del precio de la 

moneda, esto es como la diferencia entre el precio de hoy y el logaritmo de precios de ayer, 

como sigue: 

 𝑅 = ln	(
𝑝H
𝑝HKA

) (28) 

 ℎHU = (𝑅a − 𝑅l)U, (29) 

donde 𝑝H es el periodo actual del precio y ℎHU es la log-volatilidad analizada. El objetivo de 

este cálculo es poder eliminar la tendencia creando una serie estacionaria, la cual se pueda 

adaptar mucho mejor a los modelos de volatilidad (Seyyed y Al-Hajji, 2005).  

La volatilidad realizada definida por Andersen y Bollerslev (1998) como la suma de los 

cuadrados en los retornos intra-día de alta frecuencia en un intervalo dado. Esto es, la suma 

de los cuadrados de las diferencias entre el precio más alto y el precio más bajo en las 
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cotizaciones de un periodo corto de tiempo (horas, días). Considerando un periodo de un día, 

el cálculo se representa de la siguiente forma: 

 

 𝑅 = 𝑙𝑛𝐻H − 𝑙𝑛𝐿H (30) 

 ℎHU = ∑𝑅U, (31) 

donde H es el precio más alto del día y L es el precio más bajo del día. La volatilidad realizada 

considera la información sucedida durante periodos de tiempo cortos a diferencia de otros 

cálculos que solo consideran un precio de cierre (Engle y Galo, 2006). Por lo tanto, considerar 

la volatilidad en esta forma promete mejorar la eficiencia de los modelos de pronóstico 

(Wang et al., 2016; Audrino y Knaus, 2016; Shin y Zhong, 2017).  

 

Figura 9. Comparación de diferentes cálculos de volatilidad periodo 2011-2019. 
Elaboración propia a partir de datos de BANXICO 2020, FOREX 2020. 
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En la figura 9 se puede observar la volatilidad calculada para el tipo de cambio peso 

mexicano-dólar estadounidense con las tres diferentes formas que se han mencionado en este 

apartado. Tanto la desviación estándar como la log-volatilidad han sido calculadas con el tipo 

de cambio FIX, mientras que la volatilidad realizada es conforme a datos intra-día de 

FOREX. Se observa como la log-volatilidad y la volatilidad realizada tienen gran similitud, 

mientras que la desviación estándar es la medida con mayor inestabilidad.  

Paso 3. Con la finalidad de hacer un comparativo entre modelos se formulan 2 diferentes 

modelos de volatilidad propuestos por la literatura.  

 

- Modelo autorregresivo de heteroscedasticidad condicional ARCH (1): 

 ℎHU = 𝛼R + 𝛼A𝑎HKAU . (32) 

 

- Modelo general autorregresivo de heteroscedasticidad condicional GARCH (1,1): 

 ℎHU = 𝛼R + 𝛼A𝑎HKAU + 𝛽AℎHKAU . (33) 

 

Cada uno de estos modelos es transformado acorde al estimador utilizado en la cantidad de 

estimadores propuestos (según el operador OWA utilizado). 

Paso 4. Para la estimación se utiliza el método propuesto, el cual es explicado en el apartado 

4.1 y 4.2. Los resultados se comparan con estimaciones realizadas con MLE y OLS. 

Paso 5. Para probar la eficiencia de las medidas, modelos y métodos de estimación se calcula 

el error de pronóstico de los modelos estimados con diferentes técnicas: 
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- Error porcentual absoluto medio (MAPE): 

 𝑀𝐴𝑃𝐸 = ¡A
#
∑ |£¤H¥£¦K_§¨#ó©Ha¤¨|

£¤H¥£¦
ª ∗ 100. (34) 

- Desviación media absoluta (MAD): 

 𝑀𝐴𝐷 =
1
𝑛�

|𝑎𝑐𝑡𝑢𝑎𝑙 − 𝑝𝑟𝑜𝑛ó𝑠𝑡𝑖𝑐𝑜|. (35) 

- Error medio cuadrado (MSE): 

 𝑀𝑆𝐸 = A
#
∑(𝑎𝑐𝑡𝑢𝑎𝑙 − 𝑝𝑟𝑜𝑛ó𝑠𝑡𝑖𝑐𝑜)U. (36) 

 

El resultado obtenido es desarrollado en la siguiente sección y en los diferentes artículos 

presentados en los anexos.  

 

REGRESIÓN LINEAL CON OPERADORES OWA 

Utilizar operadores OWA habilita la posibilidad de considerar un proceso de reordenamiento 

partiendo de muchos factores como lo es el grado de optimismo y aspectos psicológicos 

(Merigó, 2011). En la estimación de regresión lineal simple LR-OWA los parámetros son 

calculados con medias OWA, donde un componente es utilizado para ordenar los 

argumentos. El estimador LR-OWA se define como sigue: 
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Una regresión simple OWA (LR-OWA) de dimensiones n en un modelo 𝑂𝑊𝐴:	𝑅# → 𝑅 tal 

que, tiene un vector de pesos asociado 𝑊 =	[𝑤A, 𝑤U, . . , 𝑤#]�, donde 𝑤a =∈ [0,1] y 

∑ 𝑤a = 1#
abA , entonces se tiene: 

 𝑦�¨®£ = 𝛼�¯°± + 𝛽�¯°±𝑥g, (37) 

donde los parámetros se definen como sigue: 

 

 
𝛽�¯°± =

𝐶𝑜𝑣�¯°±(𝑥, 𝑦)
𝑣𝑎𝑟�¯°±(𝑥)

=
∑ 𝑤gq𝑥g − 𝜇rq𝑦g − 𝜐rj
jbA

∑ 𝑤gq𝑥g − 𝜇r
Uj

jbA

 (38) 

 𝛼�¯°± = 𝜐 − 𝛽�¯°±𝜇, (39) 

donde µ y n son las medias (OWA operador x,y), y los argumentos (𝑎a − 𝜇)U y 

q𝑥g − 𝜇rq𝑦g − 𝜐r tienen un vector asociado (WA) 𝑤g con ∑ 𝑤g = 1#
abA  y 𝑤g ∈ [0,1].  

Se puede observar que la estimación de los parámetros puede ser calculada de diferentes 

formas dependiendo del lugar en la ecuación donde se utilice la media OWA.  

Cuando existen dos variables independientes se tiene una regresión lineal múltiple, y su 

proceso de estimación se realiza mediante regresión múltiple OWA (MLR-OWA), se define 

como sigue: 

Una regresión lineal múltiple OWA (MLR-OWA) con dos variables independientes de 

dimensiones n, es un modelo 𝑂𝑊𝐴:	𝑅# → 𝑅, dadas las variables		𝑥j ∈ 𝑈#, 𝑦j ∈ 𝑈	 y 𝑧j ∈

𝑈#	 , tal que tiene un vector de pesos 𝑊 =	 [𝑤A, 𝑤U, . . , 𝑤#]� con 𝑤a =∈ [0,1] y ∑ 𝑤a = 1#
abA , 

entonces se tiene: 
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 𝑦¯°± = 𝛼¯°± + 𝛽A¯°±𝑥g + 𝛽U¯°±𝑧g, (40) 

donde 𝛼¯°±, 𝛽A¯°± y 𝛽U¯°± son estimados mediante el metodo de minimos cuadrados 

ordinarios con varianzas y covarianzas OWA como sigue: 

 

 𝛽A¯°± =
[𝐶𝑜𝑣¯°±(𝑦, 𝑥)][𝑣𝑎𝑟 °±(𝑧)] − [𝐶𝑜𝑣¯°±(𝑦, 𝑧)][𝐶𝑜𝑣¯°±(𝑥, 𝑧)]

[𝑣𝑎𝑟 °±(𝑥)][𝑣𝑎𝑟 °±(𝑧)] − [𝐶𝑜𝑣¯°±(𝑥, 𝑧)]U
 (41) 

 

 𝛽A¯°± =
´∑ ®µq¶µK·rq¸µK¹r
º
º»¼ ½´∑ ®µq¾µK¿r

Àº
º»¼ ½K´∑ ®µq¶µK·rq¾µK¿r

º
º»¼ ½´∑ ®µq¸µK¹rq¾µK¿r

º
º»¼ ½

´∑ ®µq¸µK¹r
Àº

º»¼ ½´∑ ®µq¾µK¿r
Àº

º»¼ ½K{∑ ®µq¸µK¹rq¾µK¿rº
º»¼ ~

À , (42) 

donde 𝑥g, 𝑧g	y 𝑦g  son los argumentos más grandes en la variable x, z y y respectivamente, y 

µ, n  and u son las medias calculadas con el operador OWA.  

En el caso del estimador 𝛽U la formula se desarrolla similar a la anterior como sigue:  

 

 𝛽U¯°± =
[𝐶𝑜𝑣¯°±(𝑦, 𝑧)][𝑣𝑎𝑟 °±(𝑥)] − [𝐶𝑜𝑣¯°±(𝑦, 𝑥)][𝐶𝑜𝑣¯°±(𝑥, 𝑧)]

[𝑣𝑎𝑟 °±(𝑥)][𝑣𝑎𝑟 °±(𝑧)] − [𝐶𝑜𝑣¯°±(𝑥, 𝑧)]U
 (43) 

 

 𝛽U¯°±

=
{∑ 𝑤gq𝑦g − 𝜐rq𝑧g − 𝜈rj

jbA ~ ´∑ 𝑤gq𝑥g − 𝜇r
Uj

jbA ½ − {∑ 𝑤gq𝑦g − 𝜐rq𝑥g − 𝜇rj
jbA ~{∑ 𝑤gq𝑥g − 𝜇rq𝑧g − 𝜈rj

jbA ~

´∑ 𝑤gq𝑥g − 𝜇r
Uj

jbA ½ ´∑ 𝑤gq𝑧g − 𝜈r
Uj

jbA ½ − {∑ 𝑤gq𝑥g − 𝜇rq𝑧g − 𝜈rj
jbA ~

U  
(44) 
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Podemos estimar a usando 𝛽A y 𝛽U como sigue: 

 𝛼¯°± = 𝜐 − 𝛽A¯°±𝜇 − 𝛽U¯°±𝜈, (45) 

donde µ, n  y u son medias OWA, 𝛽A¯°± y 𝛽U¯°±  son calculadas con varianzas y 

covarianzas OWA. 

 

MODELOS ARCH-GARCH CON OPERADORES OWA 

Una aplicación del estimador MLR-OWA es utilizando modelos ARCH-GARCH para la 

estimación de la volatilidad. A continuación, se muestra su definición. 

Es un OWA-ARCH de dimensiones n si tenemos un modelo con un vector de parámetros 𝜃 

= a y b, donde la estimación está dada por medias OWA con MCO como 𝑂𝑊𝐴:	𝑅𝑛 × 𝑅𝑛 →

𝑅 tal que tiene un vector de pesos asociado	𝑊 = 	 [𝑤A, 𝑤U, . . , 𝑤#]� donde 𝑤a ∈ [0,1] y 

∑ 𝑤a = 1#
abA ,  entonces tenemos: 

 ℎ�¯°± = 𝛼�¯°± + 𝛽�¯°±𝑎HKAU , (46) 

donde ℎ es la volatilidad del precio y 𝑎HKAU  es el error al cuadrado de un periodo atrás. 

Entonces los parámetros son estimados con LR-OWA como sigue: 

 
𝛽�¯°± =

∑ 𝑤g(𝑎HKAU − 𝜌)(ℎ − 𝜔)j
jbA

∑ 𝑤g(𝑎HKAU − 𝜌)Uj
jbA

=
𝐶𝑜𝑣�¯°±(𝑎HKAU , ℎ)
𝑉𝑎𝑟�¯°±(𝑎HKAU )

 (47) 

 𝛼�¯°± = 𝜔 − 𝛽�¯°±𝜌, (48) 
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donde 𝜔 y 𝜌 son medias OWA. Note que el OWA-ARCH comparte las propiedades de los 

operadores OWA monótono, conmutativo e idempotente. De la misma forma, al utilizar 

modelos GARCH con MLR-OWA tenemos que: 

Es un OWA-GARCH de dimensiones n con un modelo parametrizado por 𝜃 = 𝛼, 𝛽A, 𝛽U. Estos 

parametros son estimados con medias MCO OWA, donde 𝑂𝑊𝐴:	𝑅𝑛 × 𝑅𝑛 → 𝑅 con un 

vector de pesos 𝑊 =	 [𝑤A, 𝑤U, . . , 𝑤#]� donde 𝑤a ∈ [0,1] y ∑ 𝑤a = 1#
abA . Entonces: 

 ℎ�¯°± = 𝛼�¯°± + 𝛽A�¯°±𝑎HKA
U + 𝛽U�¯°±ℎHKA

U , (49) 

donde ℎHKAU  es la volatilidad del periodo anterior. El vector de parámetros 𝜃 es estimado como 

sigue: 

 𝛽A�¯°±

=
[𝐶𝑜𝑣�¯°±(ℎ, 𝑎HKAU )][𝑣𝑎𝑟�¯°±(ℎHKAU )] − [𝐶𝑜𝑣�¯°±(ℎ, ℎHKAU )][𝐶𝑜𝑣�¯°±(𝑎HKAU , ℎHKAU )]

[𝑣𝑎𝑟�¯°±(𝑎HKAU )][𝑣𝑎𝑟�¯°±(ℎHKAU )] − [𝐶𝑜𝑣�¯°±(𝑎HKAU , ℎHKAU )]U
 

(50) 

 𝛽A�¯°±

=
{∑ 𝑤gqℎg − 𝜔r(𝑎HKAU − 𝜌)j

jbA ~{∑ 𝑤g(ℎHKAU − 𝜑)Uj
jbA ~ − {∑ 𝑤gqℎg − 𝜔r(ℎHKAU − 𝜑)j

jbA ~{∑ 𝑤g(𝑎HKAU − 𝜌)(ℎHKAU − 𝜑)j
jbA ~

{∑ 𝑤g(𝑎HKAU − 𝜌)Uj
jbA ~{∑ 𝑤g(ℎHKAU − 𝜑)Uj

jbA ~ − {∑ 𝑤g(𝑎HKAU − 𝜌)(ℎHKAU − 𝜑)j
jbA ~U

, (51) 

donde 𝜔, 𝜌 y 𝜑 son medias OWA. El vector de parámetros. De la misma forma, 𝛽U es 

Estimado como sigue: 

 𝛽U�¯°± =
[𝐶𝑜𝑣�¯°±(ℎ, ℎHKAU )][𝑣𝑎𝑟�¯°±(𝑎HKAU )] − [𝐶𝑜𝑣�¯°±(ℎ, 𝑎HKAU )][𝐶𝑜𝑣�¯°±(𝑎HKAU , ℎHKAU )]

[𝑣𝑎𝑟�¯°±(𝑎HKAU )][𝑣𝑎𝑟�¯°±(ℎHKAU )] − [𝐶𝑜𝑣�¯°±(𝑎HKAU , ℎHKAU )]U
 (52) 

 𝛽U�¯°± =
{∑ 𝑤gqℎg − 𝜔r(ℎHKAU − 𝜑)j

jbA ~{∑ 𝑤g(𝑎HKAU − 𝜌)Uj
jbA ~ − {∑ 𝑤gqℎg − 𝜔r(𝑎HKAU − 𝜌)j

jbA ~{∑ 𝑤g(𝑎HKAU − 𝜌)(ℎHKAU − 𝜑)j
jbA ~

{∑ 𝑤g(𝑎HKAU − 𝜌)Uj
jbA ~{∑ 𝑤g(ℎHKAU − 𝜑)Uj

jbA ~ − {∑ 𝑤g(𝑎HKAU − 𝜌)(ℎHKAU − 𝜑)j
jbA ~U

. (53) 
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Para estimar a usamos: 

 𝛼�¯°± = 𝜔 − 𝛽A�¯°±𝜌 − 𝛽U�¯°±𝜑. (54) 

Note que si 𝛽U ≈ 1 el modelo GARCH se convierte en un modelo ARCH.  
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CAPITULO V: RESULTADOS  

Con el objetivo de conocer la efectividad de las metodologías propuestas para pronóstico y 

estimación vistas en este trabajo, a continuación, se presentan los resultados obtenidos en su 

aplicación a diferentes periodos y con diferentes operadores de agregación. El propósito es 

conocer la utilidad de estas herramientas en cuanto a su capacidad de adaptarse a propiedades 

estadísticas y probar su funcionalidad minimizando errores de pronóstico.  

En primer lugar, se realiza una comparación de modelos GARCH y modelos estocásticos, 

donde los resultados muestran la eficiencia de modelos estocásticos. Ante esto se hace una 

propuesta para mejorar la estimación y pronóstico de los modelos GARCH que es aplicada 

en el apartado dos. Por último, se calcula la volatilidad de formas diferentes y se prueba la 

eficiencia en diferentes escenarios. 

 

MODELOS DE VOLATILIDAD GARCH Y ESTOCÁSTICOS 

El primer análisis realiza una comparación entre modelos GARCH y modelos estocásticos. 

Para esto, se utilizan datos diarios del tipo de cambio FIX peso mexicano-dólar 

estadounidense durante el periodo 1994-2018. Los datos fueron calculados mensualmente, 

donde el primer dato corresponde a abril de 1994 y el último dato a octubre de 2018. 

La volatilidad ha sido calculada como log-volatilidad mediante el retorno de los precios como 

en la ecuación (29). Basados en los modelos tradicionales GARCH y estocásticos se 

desarrollan cinco modelos: 

 GARCH 1,1:  ℎ𝑅HU = 𝛼R + 𝛼A𝑎𝑅HKAU + 𝛽Aℎ𝑅HKAU  (55) 

 GARCH 1,2: ℎ𝑅HU = 𝛼R + 𝛼A𝑎𝑅HKAU + 𝛽Aℎ𝑅HKAU + 𝛽Uℎ𝑅HKUU  (56) 



 55 

 
EGARCH: ℎ𝑅HU = 𝛼R + 𝛽Alog	(ℎ𝑅HKAU ) + 𝛾 £ËÌÍ¼

�ÎËÌÍ¼À
+ 𝜔 Ï|£ËÌÍ¼|

�ÎËÌÍ¼À
− �2 𝜋� Ñ (57) 

 SV 1: ℎ𝑅HU = 𝜇 + 𝜙ℎ𝑅HKA (58) 

 SV 2: ℎ𝑅HU = 𝜇 + 𝜙ℎ𝑅HKA + 𝜙ℎ𝑅HKU, (59) 

donde la volatilidad estimada es ℎ𝑅HU para todos los casos. Note que se abordad 3 modelos 

GARCH y dos modelos estocásticos. 

En el caso de la estimación en los modelos GARCH se utiliza máxima verosimilitud con 

funciones gaussianas. La tabla 4 muestra los resultados. 

Tabla 4. Análisis de modelos GARCH 
Modelo Parámetros Significancia de 

los parámetros 
Criterio Akaike 

info 
Criterio Schwarz 

GARCH (1.1) 𝛼R = 0.000433 

𝛼A = 0.465281 

𝛽A = 0.128459 

0.0000 

0.0000 

0.0303 

-4.314630 

 

-4.264637 

GARCH (1,2) 𝛼R = 0.000434 

𝛼A = 0.459434 

𝛽A = 0.208128 

𝛽U = −0.073937 

0.0000 

0.0000 

0.0273 

0.1361 

-4.314609 

 

-4.252118 

 

EGARCH 𝛼R = −3.428093 

𝛽A = 0.215611 

𝛾 = 0.483839 

𝜔 = 0.553491 

0.0000 

0.0005 

0.0000 

0.0000 

-4.403681 -4.341190 

 

Akaike y Schwarts criterio muestran que EGARCH es un mejor modelo. Sin embargo, el 

parámetro 𝛼R es negativo, lo cual indica que se rompe la asumcion de positividad. Se 

selecciona como mejor modelo el GARCH (1,1). 
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Para la estimación de los parámetros en los modelos estocásticos se utiliza Monte Carlo vía 

Cadenas de Markov (MCMC) mediante el algoritmo Metropolis Hasting. Los resultados son 

mostrados en la tabla 5. 

Tabla 5. Análisis de modelos estocásticos 
Modelo Parámetros Montecarlo estándar 

error de los parámetros 
Eficiencia máxima 

MCMC 

SV (1) 𝜇 = 0.0009798 

𝜙 = 0.2209891 

0.00097 

0.00169 

0.1342 

SV (2) 𝜇 = 0.0007921 

𝜙 = 0.183780 

𝜌 = 0.172050 

0.00001 

0.00215 

0.00209 

0.1032 

 

La eficiencia MCMC muestra que el modelo estocástico 1 es el mejor modelo con un error 

dentro de los parámetros de tolerancia. 

Con el objetivo de conocer el modelo más funcional en el pronóstico, se presenta una 

comparación de los mejores modelos en cada tipo y se utiliza desviación media absoluta 

(MAD) error medio (RMSE) y porcentaje de error medio absoluto (MAPE) como medidas 

de error.  

Los resultados en la tabla 6 muestran que el modelo estocástico minimiza el error de 

pronóstico para los siguientes 6 periodos. Note que la volatilidad en estos periodos presentó 

grandes ascensos. 
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Tabla 6. Análisis de pronóstico.  
 Periodo Valor Volatilidad 

real 
Error 
absoluto 

Error al 
cuadrado 

Porcentaje 
de error 

MAD RMSE MAPE 

GARCH 
(1,1) 

 

1 

2 

3 

4 

5 

6 

7 
 

 

0.00051 

0.00158 

0.00072 

0.00211 

0.00070 

0.00053 

0.00070 
 

 

0.00232715 

0.00018830 

0.00340258 

0.00000002 

0.00002223 

0.00041893 

0.00003959 
 

 

0.00182 

0.00139 

0.00268 

0.00211 

0.00068 

0.00011 

0.00066 
 

 

3.313E-06 

1.939E-06 

7.176E-06 

4.448E-06 

4.647E-07 

1.319E-08 

4.315E-07 
 

 

0.78 

7.40 

0.79 

91872.1 

30.67 

0.27 

16.59 
 

0.00135 0.00422 13132.6 

 
      

   

SV1 
 

1 

2 

3 

4 

5 

6 

7 
 

 

0.00098 

0.00149 

0.00102 

0.00173 

0.00098 

0.00098 

0.00107 
 

 

0.00232715 

0.00018830 

0.00340258 

0.00000002 

0.00002223 

0.00041893 

0.00003959 
 

 

0.00135 

0.00131 

0.00238 

0.00173 

0.00096 

0.00057 

0.00103 
 

 

1.81E-06 

1.71E-06 

5.67E-06 

3.00E-06 

9.17E-07 

3.20E-07 

1.07E-06 
 

 

0.578 

6.934 

0.700 

75433.1 

43.081 

1.351 

26.089 
 

0.00133 0.000002 10787.4 

 

 

PRONÓSTICO DE VOLATILIDAD MEDIANTE MODELOS GARCH Y OPERADORES 

DE AGREGACIÓN  

En el apartado anterior se muestra como los modelos de volatilidad estocástica tienden a ser 

superiores en el pronóstico en épocas de alta volatilidad. Sin embargo, el uso de algoritmos 

complica su aplicación.  

La propuesta de este trabajo utiliza operadores de agregación OWA como una forma simple 

de mejorar resultados en modelos de volatilidad con el uso de un número limitado de 

información.  

En este sentido, se utiliza una regresión múltiple, la cual es estimada con mínimos cuadrados 

ordinarios que usan operadores de agregación OWA. Esta regresión es aplicada a modelos 

de volatilidad ARCH-GARCH. Los datos provienen de la volatilidad de tipo de cambio peso 

mexicano dólar estadounidense en el periodo comprendido de agosto de 2017 a julio de 2019. 

Los operadores de agregación utilizados son OWA, IOWA e IGOWA. Para la medición de 
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la volatilidad se usa desviación estándar como en la ecuación 27. Se utilizan doce modelos 

como se muestra a continuación: 

 OWA-ARCH      ℎ¯°± = 𝛼¯°± + 𝛽¯°±𝑎HKAU , (60) 

 OWA-GARCH     ℎ¯°± = 𝛼¯°± + 𝛽A¯°±𝑎HKA
U + 𝛽U¯°±ℎHKA

U , (61) 

 IOWA-ARCH     ℎ�¯°± = 𝛼�¯°± + 𝛽�¯°±𝑎HKAU , (62) 

 IOWA-GARCH    ℎ�¯°± = 𝛼�¯°± + 𝛽A�¯°±𝑎HKA
U + 𝛽U�¯°±ℎHKA

U , (63) 

 𝐼𝐺𝑂𝑊𝐴 − 𝐴𝑅𝐶𝐻�bKA     ℎ�Ú¯°± = 𝛼�Ú¯°± + 𝛽�Ú¯°±𝑎HKAU , (64) 

 𝐼𝐺𝑂𝑊𝐴 − 𝐺𝐴𝑅𝐶𝐻�bKA			ℎ�Ú¯°± = 𝛼�Ú¯°± + 𝛽A�Ú¯°±𝑎HKA
U + 𝛽U�Ú¯°± (65) 

 𝐼𝐺𝑂𝑊𝐴 − 𝐴𝑅𝐶𝐻�bU     ℎ�Ú¯°± = 𝛼�Ú¯°± + 𝛽�Ú¯°±𝑎HKAU , (66) 

 𝐼𝐺𝑂𝑊𝐴 − 𝐺𝐴𝑅𝐶𝐻�bU			ℎ�Ú¯°± = 𝛼�Ú¯°± + 𝛽A�Ú¯°±𝑎HKA
U + 𝛽U�Ú¯°± (67) 

 OLS-ARCH     ℎ = 𝛼 + 𝛽𝑎HKAU , (68) 

 OLS-GARCH     ℎ = 𝛼 + 𝛽A𝑎HKAU + 𝛽UℎHKAU , (69) 

 MLE-ARCH     ℎ = 𝛼 + 𝛽𝑎HKAU , (70) 

 MLE-GARCH     ℎ = 𝛼 + 𝛽A𝑎HKAU + 𝛽UℎHKAU , (71) 

donde OLS-ARCH y OLS-GARCH son estimados con mínimos cuadrados simples. MLE-

ARCH y MLE-GARCH son estimados con máxima verosimilitud. Los IGOWA-ARCH y 

IGOWA-GARCH son presentados en dos casos cuando 𝜆 = −1 y 𝜆 = 2. Los datos y 

vectores de peso utilizados en cada caso se observan en la tabla 7.  
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Tabla 7. Datos utilizados en la estimación 

Fecha ℎH 𝑎HKAU  ℎHKA 
OWA IOWA IGOWA 

𝑊ÎÌ 𝑊£ÌÍ¼
À  𝑊ÎÌÍ¼ 𝑊ÎÌ 𝑊£ÌÍ¼

À  𝑊ÎÌÍ¼ 𝑊ÎÌ 𝑊£ÌÍ¼
À  𝑊ÎÌÍ¼ 

ago-17 0.0998 0.0005413 0.2751 0.15 0.17 0.17 0.04 0.05 0.05 0.08 0.06 0.06 
sep-17 0.1576 0.0000568 0.0998 0.08 0.08 0.08 0.04 0.04 0.04 0.03 0.05 0.05 
oct-17 0.3334 0.0000224 0.1576 0.08 0.08 0.08 0.04 0.04 0.04 0.04 0.05 0.05 
nov-17 0.2623 0.0022251 0.3334 0.07 0.07 0.07 0.04 0.04 0.04 0.03 0.03 0.03 
dic-17 0.3732 0.0000011 0.2623 0.06 0.06 0.06 0.05 0.04 0.04 0.08 0.03 0.03 
ene-18 0.3409 0.0000576 0.3732 0.06 0.05 0.05 0.04 0.04 0.04 0.06 0.03 0.03 
feb-18 0.1296 0.0004293 0.3409 0.04 0.05 0.05 0.04 0.04 0.04 0.02 0.04 0.04 
mar-18 0.1819 0.0004130 0.1296 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
abr-18 0.3296 0.0000504 0.1819 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
may-18 0.2525 0.0003804 0.3296 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
jun-18 0.3186 0.0032574 0.2525 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
jul-18 0.1915 0.0008624 0.3186 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
ago-18 0.2421 0.0063650 0.1915 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
sep-18 0.2378 0.0000458 0.2421 0.04 0.04 0.04 0.04 0.04 0.04 0.03 0.04 0.04 
oct-18 0.4284 0.0000040 0.2378 0.04 0.03 0.03 0.05 0.04 0.04 0.1 0.04 0.04 
nov-18 0.2080 0.0000067 0.4284 0.03 0.03 0.03 0.04 0.04 0.04 0.03 0.04 0.04 
dic-18 0.2893 0.0023223 0.2080 0.03 0.03 0.03 0.04 0.04 0.04 0.03 0.04 0.04 
ene-19 0.1941 0.0001897 0.2893 0.02 0.02 0.02 0.04 0.04 0.04 0.03 0.04 0.04 
feb-19 0.1005 0.0034085 0.1941 0.01 0.02 0.02 0.04 0.05 0.05 0.06 0.05 0.05 
mar-19 0.1850 0.0000000 0.1005 0.01 0.01 0.01 0.04 0.04 0.04 0.03 0.03 0.03 
abr-19 0.1384 0.0000227 0.1850 0.01 0.01 0.01 0.04 0.04 0.04 0.03 0.03 0.03 
may-19 0.1399 0.0004210 0.1384 0.01 0.01 0.01 0.04 0.04 0.04 0.03 0.04 0.04 
jun-19 0.2340 0.0000042 0.1399 0.01 0.00 0.00 0.05 0.04 0.04 0.03 0.06 0.06 
jul-19 0.0645 0.0000001 0.2340 0.01 0.00 0.00 0.05 0.06 0.06 0.08 0.06 0.06 

 

Posteriormente, son calculados los parámetros de la regresión como lo muestra el apartado 

4.2. La estimación de los parámetros se resume en la tabla 8. 
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Tabla 8. Análisis de resultados en parámetros. 
 OWA 𝑰𝑶𝑾𝑨 𝑰𝑮𝑶𝑾𝑨𝝀bK𝟏 𝑰𝑮𝑶𝑾𝑨𝝀b𝟐 OLS 
𝜷𝟏 ARCH -0.0794142 2.347352628 15.29494404 7.876533386 0.291744918 

𝜷𝟏 GARCH -0.0733192 1.679709418 15.15065483 7.862485649 0.563433676 
𝜷𝟐 GARCH 0.007406485 -0.13274278 0.032551045 -0.09331819 0.140515852 
a ARCH 0.229047507 0.213103793 0.168879904 0.22297382 0.226116142 
a GARCH 0.227204603 0.246464296 0.161740636 0.247201001 0.192835861 

 

Tabla 9. Análisis de resultados 
 ℎH¤ ℎHË MAD MSE MAPE 
OWA-ARCH       0.2353 

0.2351 
0.2351 

 

0.2436 
0.2048 
0.2447 

 

0.0161 0.0004 0.0737 

OWA-GARCH 0.2278 
0.2342 
0.2345 

 

0.0185 0.0004 0.0834 

IOWA-ARCH 0.2284 
0.2286 
0.2286 

 

0.0183 0.0004 0.0814 

IOWA-GARCH 0.2019 
0.2232 
0.2264 

 

0.0261 0.0008 0.1118 

IGOWA-ARCH 𝜆 = −1 0.1766 
0.1929 
0.1810 

 

0.0475 0.0029 0.1978 

IGOWA-GARCH            
𝜆 = −1 

0.1739 
0.1851 
0.1798 

 

0.0257 0.0016 0.1079 

IGOWA-ARCH 𝜆 = 2 0.2598 
0.2605 
0.2606 

 

0.0293 0.0012 0.1346 

IGOWA-GARCH 𝜆 = 2 0.2604 
0.2610 
0.2610 

 

0.0149 0.0006 0.0684 

OLS-ARCH 0.2263 
0.2261 
0.2261 

 

0.0190 0.0004 0.0836 

OLS-GARCH 0.2022 
0.2216 
0.2240 

 

0.0263 0.0008 0.1120 

MLE-ARCH 0.356 
0.354 
0.354 

 

0.1233 0.0155 0.5440 

MLE-GARCH 0.2031 
0.4626 
0.9108 

 

0.3215 0.1706 1.3824 

Abreviaciones: ℎH¤ = volatilidad calculada, ℎHË = volatilidad real 
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Después se pronosticar la volatilidad para los tres periodos siguientes y se contrastan con la 

volatilidad real experimentada. Para conocer los diferentes errores de pronóstico se utilizan 

desviación media absoluta (MAD) error medio al cuadrado (MSE) y porcentaje de error 

medio absoluto (MAPE).  

La tabla 9 muestra que la mejor estimación que minimiza el pronóstico de error es el 

IGOWA-GARCH con λ = 2 seguido por el OWA-ARCH y el IGOWA-ARCH. Los 

resultados indican que el error mínimo se encuentra en la estimación más alta de volatilidad. 

Lo anterior muestra que, en este período de inestabilidad, el uso de un operador OWA con 

complejidad funciona mejor. 

 
USO DE VOLATILIDAD REALIZADA EN MODELOS GARCH CON OPERADORES 
DE AGREGACIÓN OWA 
 
En este apartado se realizan nuevos pronósticos para probar la metodología propuesta en este 

trabajo. Para lo anterior se utilizan datos intra-día y cuatro escenarios diferentes; dos para 

considerar alta volatilidad y dos de estabilidad. La aplicación utiliza los operadores OWA 

probabilístico (POWA), con promedio ponderado (OWAWA), inducido probabilístico 

(IPOWA), Inducido con promedio ponderado IOWAWA e inducido probabilístico con 

promedio ponderado. IPOWAWA.  

Los datos fueron tomados de las bases de la plataforma FOREX del tipo de cambio peso 

mexicano dólar estadounidense. La volatilidad es calculada como volatilidad realizada 

explicada en la ecuación 31. Como muestra la figura 9 existen periodos de alta volatilidad y 

periodos de constante tranquilidad en la volatilidad de tipo de cambio peso mexicano-dólar 

estadounidense. En base a lo anterior, los periodos analizados son marzo de 2015 a 

noviembre de 2016 como periodo de alta volatilidad (escenario I), de igual forma julio de 

2018 a marzo de 2020 (escenario II), para los periodos de tranquilidad se analizan marzo de 

2017 a noviembre de 2018 (escenario III) y de agosto de 2013 a noviembre de 2015 

(escenario IV). Se utilizan cinco modelos para cada periodo, estos son: 

 POWA-GARCH     ℎä¯°± = 𝛼ä¯°± + 𝛽Aä¯°±𝑎HKA
U + 𝛽Uä¯°±ℎHKA

U , (72) 

 OWAWA-GARCH    ℎ¯°±°± = 𝛼¯°±°± + 𝛽A¯°±°±𝑎HKA
U + 𝛽U¯°±°±ℎHKA

U , (73) 
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 𝐼𝑃𝑂𝑊𝐴 − 𝐺𝐴𝑅𝐶𝐻			ℎ�ä¯°± = 𝛼�ä¯°± + 𝛽A�ä¯°±𝑎HKA
U + 𝛽U�ä¯°±, (74) 

 𝐼𝑂𝑊𝐴𝑊𝐴 − 𝐺𝐴𝑅𝐶𝐻			ℎ�¯°±°± = 𝛼�¯°±°± + 𝛽A�¯°±°±𝑎HKA
U + 𝛽U�¯°±°± (75) 

 𝐼𝑃𝑂𝑊𝐴𝑊𝐴 − 𝐺𝐴𝑅𝐶𝐻			ℎ�ä¯°±°± = 𝛼�ä¯°±°± + 𝛽A�ä¯°±°±𝑎HKA
U + 𝛽U�ä¯°±°±, (76) 

donde cada parámetro es estimado como OWA-GARCH visto en el apartado 4.2. Las series 

utilizadas en cada periodo se analizan en la tabla 10. 

 

Tabla 10. Datos de la estimación por escenario.  
Escenario 1 Escenario 2 Escenario 3 Escenario 4 

Fecha Volatilidad Fecha Volatilidad Fecha Volatilidad Fecha Volatilidad 
mar-15 0.00015136 jul-18 0.00017067 mar-17 0.00017538 ago-13 0.00015159 
abr-15 0.00013123 ago-18 0.00018691 abr-17 0.00012097 sep-13 0.00012438 
may-15 9.6595E-05 sep-18 0.00010308 may-17 0.00013242 oct-13 0.00010483 
jun-15 7.3694E-05 oct-18 0.00019491 jun-17 0.0001082 nov-13 9.1148E-05 
jul-15 8.0367E-05 nov-18 0.00016031 jul-17 7.9837E-05 dic-13 8.3464E-05 
ago-15 0.0001396 dic-18 0.00016236 ago-17 8.3009E-05 ene-14 9.7449E-05 
sep-15 0.00018105 ene-19 7.3206E-05 sep-17 7.6264E-05 feb-14 7.0966E-05 
oct-15 0.00010183 feb-19 6.3266E-05 oct-17 0.00011621 mar-14 3.7635E-05 
nov-15 6.1719E-05 mar-19 7.5948E-05 nov-17 7.8999E-05 abr-14 2.9384E-05 
dic-15 0.00010698 abr-19 6.0821E-05 dic-17 9.1143E-05 may-14 2.1463E-05 
ene-16 0.00017764 may-19 0.00010832 ene-18 0.00010322 jun-14 3.0004E-05 
feb-16 0.00031825 jun-19 8.7131E-05 feb-18 0.00013789 jul-14 2.0852E-05 
mar-16 0.00014858 jul-19 6.9419E-05 mar-18 8.205E-05 ago-14 2.9485E-05 
abr-16 0.00015253 ago-19 0.00013476 abr-18 0.00012177 sep-14 4.2663E-05 
may-16 0.00015418 sep-19 4.9298E-05 may-18 0.00018826 oct-14 4.2663E-05 
jun-16 0.00041406 oct-19 3.6931E-05 jun-18 0.00022125 nov-14 4.8248E-05 
jul-16 0.00015311 nov-19 5.8895E-05 jul-18 0.00017067 dic-14 0.00013942 
ago-16 0.00014158 dic-19 2.8177E-05 ago-18 0.00018691 ene-15 0.0001124 

 

Las medias, varianzas y covarianzas OWA se forman con los vectores de peso mostrados en 

la tabla 11. Existe un criterio de colocar pesos más grandes en el operador OWA. El operador 

probabilístico utiliza un peso según su probabilidad de ocurrencia en cada serie elegida. El 

ordenamiento ponderado les da más peso a valores más grandes en los escenarios 1 y 2, 
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mientras que asigna más peso a valores más pequeños en el escenario 3 y 4. Los pesos 

inducidos están orientados a valores más grandes.  

 

Tabla 11. Vectores de peso según el operador y el escenario de trabajo.  
Escenario 1 Escenario 2 Escenario 3 Escenario 4 

P O WA I P O WA I P O WA I P O WA I 

0.04 0.04 0.06 0.03 0.05 0.04 0.12 0.03 0.04 0.04 0.02 0.03 0.03 0.04 0.01 0.03 

0.08 0.04 0.04 0.05 0.05 0.04 0.14 0.05 0.06 0.04 0.03 0.05 0.03 0.04 0.01 0.05 

0.08 0.04 0.04 0.1 0.03 0.04 0.05 0.1 0.04 0.04 0.03 0.1 0.05 0.04 0.02 0.1 

0.08 0.05 0.04 0.15 0.05 0.05 0.16 0.15 0.07 0.05 0.05 0.15 0.05 0.05 0.03 0.15 

0.08 0.06 0.04 0.1 0.05 0.06 0.1 0.1 0.07 0.06 0.12 0.1 0.05 0.06 0.03 0.1 

0.07 0.07 0.04 0.05 0.05 0.07 0.1 0.05 0.07 0.07 0.1 0.05 0.05 0.07 0.02 0.05 

0.03 0.07 0.08 0.02 0.07 0.07 0.03 0.02 0.07 0.07 0.16 0.02 0.05 0.07 0.03 0.02 

0.08 0.06 0.04 0.1 0.07 0.06 0.02 0.1 0.07 0.06 0.03 0.1 0.07 0.06 0.07 0.1 

0.08 0.05 0.04 0.15 0.07 0.05 0.03 0.15 0.07 0.05 0.14 0.15 0.07 0.05 0.12 0.15 

0.08 0.05 0.04 0.05 0.07 0.05 0.02 0.05 0.07 0.05 0.07 0.05 0.07 0.05 0.14 0.05 

0.03 0.05 0.08 0.02 0.03 0.05 0.05 0.02 0.07 0.05 0.05 0.02 0.07 0.05 0.1 0.02 

0.01 0.05 0.08 0.01 0.03 0.05 0.03 0.01 0.04 0.05 0.02 0.01 0.07 0.05 0.16 0.01 

0.07 0.05 0.06 0.03 0.07 0.05 0.03 0.03 0.07 0.05 0.1 0.03 0.07 0.05 0.1 0.03 

0.04 0.05 0.06 0.03 0.03 0.05 0.07 0.03 0.06 0.05 0.03 0.03 0.07 0.05 0.05 0.03 

0.03 0.06 0.08 0.02 0.07 0.06 0.01 0.02 0.03 0.06 0.01 0.02 0.07 0.06 0.05 0.02 

0.01 0.06 0.08 0.01 0.07 0.06 0.01 0.01 0.03 0.06 0.01 0.01 0.07 0.06 0.03 0.01 

0.04 0.05 0.06 0.03 0.07 0.05 0.02 0.03 0.04 0.05 0.02 0.03 0.03 0.05 0.01 0.03 

0.07 0.1 0.04 0.05 0.07 0.1 0.01 0.05 0.03 0.1 0.01 0.05 0.03 0.1 0.02 0.05 

Abreviaciones. P=vector de peso POWA, O=vector de peso OWA, WA=vector de peso OWAWA, I=vector de 

peso IOWA. 

 

La estimación OWA se realiza en conjunto con la estimación de mínimos cuadrados 

ordinarios simples, los resultados se muestran en la tabla 12. 

Con los parámetros anteriores se pronostica la volatilidad para los tres periodos siguientes y 

se comparan con la volatilidad real. El cálculo de los errores se realiza mediante la desviación 

media absoluta (MAD), el error medio al cuadrado (MSE) y el porcentaje de error medio 

absoluto (MAPE). La tabla 13 muestra los resultados. 
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Tabla 12. Parámetros de la regresión GARCH 
    POWA OWAWA IPOWA IOWAWA IPOWAWA 

Escenario 1 𝛽A -5.62E-05 -6.66E-05 -2.71E-05 -2.98E-05 -3.00E-05 
𝛽U 2.23E-01 4.89E-01 3.78E-01 4.35E-01 4.34E-01 
a 1.39E-04 1.08E-04 7.06E-05 8.15E-05 7.90E-05 

Escenario 2 𝛽A 3.37E-05 3.52E-05 5.12E-05 5.37E-05 5.30E-05 
𝛽U 7.19E-01 7.46E-01 7.42E-01 7.85E-01 7.66E-01 
a -6.15E-06 -1.55E-06 -1.43E-05 -1.14E-05 -1.38E-05 

Escenario 3 𝛽A 1.39E-04 1.39E-04 -1.95E-05 -1.86E-05 -1.87E-05 
𝛽U 7.05E-01 7.16E-01 5.71E-01 5.87E-01 5.79E-01 
a 2.42E-05 2.01E-05 4.73E-05 4.02E-05 4.30E-05 

Escenario 4 𝛽A -3.67E-06 -3.81E-06 -3.33E-06 -3.42E-06 -3.37E-06 
𝛽U 7.85E-01 7.94E-01 8.08E-01 8.21E-01 8.15E-01 
a 1.32E-05 1.13E-05 8.70E-06 5.89E-06 7.15E-06 

 

Los resultados muestran como el error de pronóstico se eleva en escenarios de alta volatilidad 

(Escenario 1 y 2), esto es consistente con la literatura que marca la problemática de 

pronóstico de volatilidad en épocas de gran inestabilidad. Sin embargo, en el caso del 

escenario 1, se observa como la regresión IPOWAWA-GARCH minimiza el error de la 

estimación de MCO a casi 50% en época de gran inestabilidad, además, se destaca que la 

estimación con operadores OWA mejora los resultados en la mayoría de las regresiones 

excepto en OWAWA-GARCH. Contrario a lo anterior, el escenario 2 responde mejor a la 

ponderación de pesos, por lo tanto, la regresión OWAWA-GARCH minimiza el error de 

pronóstico en el periodo analizado, en este periodo todos los resultados que utilizan 

operadores de agregación mejoran la regresión OLS. Los resultados en el escenario 3 

minimizan el error en las regresiones IPOWA-GARCH, IOWAWA-GARCH y IPOWAWA-

GARCH. Por su parte, el escenario 3 reacciona mejor a estimadores simples y no inducidos, 

en este sentido POWA-GARCH y OWAWA-GARCH son los mejores resultados.  

 

 

 

 



 65 

Tabla 13. Análisis de resultados 
Periodo Tipo ℎH¤ ℎHË MAD MSE MAPE 
Escenario 1 POWA-GARCH 0.00015 0.00022 0.00040 0.00000038 0.65977 

0.00019 0.00011 

0.00010 0.00116 

OWAWA-GARCH 0.00015   0.00042 0.00000039 0.74584 

0.00022   

0.00009   

IPOWA-GARCH 0.00011   0.00041 0.00000039 0.61375 
0.00015   

0.00008   

IOWAWA-GARCH 0.00013   0.00041 0.00000038 0.65496 

0.00018   

0.00010   

IPOWAWA-GARCH 0.00013   0.00020 0.00000019 0.32562 
0.00018   

0.00009   

MCO 0.00015   0.00042 0.00000039 0.72340 

0.00021   

0.00009   

Escenario 2 POWA-GARCH 0.00001 0.00005 0.00059 0.00000099 0.60911 

0.00008 0.00010 
0.00006 0.00178 

OWAWA-GARCH 0.00002   0.00058 0.00000098 0.54365 

0.00009   

0.00007   

IPOWA-GARCH 0.00001   0.00059 0.00000099 0.62371 

0.00010   
0.00006   

IOWAWA-GARCH 0.00001   0.00059 0.00000098 0.62549 

0.00011   

0.00007   

IPOWAWA-GARCH 0.00001   0.00059 0.00000099 0.63059 

0.00011   
0.00006   

MCO 0.00001   0.00059 0.00000097 0.69962 

0.00006   

0.00008   



 66 

Tabla 13. cont.  
Periodo Tipo ℎH¤ ℎHË MAD MSE MAPE 
Escenario 3 POWA-GARCH 0.00016 0.00010 0.00006 0.00000000 0.42575 

0.00010 0.00019 
0.00019 0.00016 

OWAWA-GARCH 0.00016   0.00006 0.00000000 0.41931 
0.00009   
0.00019   

IPOWA-GARCH 0.00015   0.00005 0.00000000 0.32533 
0.00011   
0.00015   

IOWAWA-GARCH 0.00015   0.00005 0.00000000 0.32939 
0.00010   
0.00015   

IPOWAWA-GARCH 0.00015   0.00005 0.00000000 0.32763 
0.00010   
0.00015   

MCO 0.00016   0.00005 0.00000000 0.36969 
0.00011   
0.00018   

Escenario 4 POWA-GARCH 0.00009 0.00013 0.00003 0.00000000 0.18651 
0.00012 0.00015 
0.00013 0.00013 

OWAWA-GARCH 0.00009   0.00003 0.00000000 0.18979 
0.00012   
0.00013   

IPOWA-GARCH 0.00009   0.00003 0.00000000 0.19004 
0.00012   
0.00013   

IOWAWA-GARCH 0.00009   0.00003 0.00000000 0.19855 
0.00012   
0.00013   

IPOWAWA-GARCH 0.00009   0.00003 0.00000000 0.19507 
0.00012   
0.00013   

MCO 0.00009   0.00004 0.00000000 0.26248 
0.00011   
0.00015   

Abreviaciones en tabla 6. 
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CAPITULO VI: CONCLUSIONES 

 

CONCLUSIONES GENERALES 

El tipo de cambio juega un importante rol en el comercio internacional, la orientación de 

inversiones y en la situación económica de un país. Los movimientos de los precios de las 

monedas son causados en muchas ocasiones por situaciones imprecisas y factores ambiguos, 

lo cual genera volatilidad. 

Una alternativa para minimizar la incertidumbre que provoca la volatilidad es la propuesta 

de modelos y estimadores de parámetros de estos modelos, los cuales tienen como objetivo 

estimar y pronosticar la volatilidad eficazmente. En la literatura existen un gran número de 

estudios orientados a solucionar esta problemática. Una de las metodologías recurrentemente 

utilizadas son los modelos GARCH, los cuales han sido probados y analizados en diferentes 

instrumentos financieros desde la década de los 80s. Sin embargo, las tendencias actuales 

apuntan a que los modelos GARCH pueden presentar fallas en ciertos momentos debido a 

las nuevas tendencias que las series financieras presentan en cuanto a la no-normalidad, no 

linealidad y comportamientos atípicos. 

Ante este panorama, este trabajo propone un estimador de modelos GARCH que incluye 

mínimos cuadrados ordinarios y operadores OWA en la misma formulación. Esta 

herramienta ha sido llamada LR-OWA para la regresión lineal simple y MLR-OWA para la 

regresión lineal múltiple. En su aplicación a modelos GARCH, el estimador se presentan 

como OWA-ARCH y OWA-GARCH. Note que se han desarrollado numerosas aplicaciones 

con distintas extensiones del operador OWA, por tanto, han resultado muchas más 

propuestas. 

Después de analizar la serie de tiempo de tipo de cambio peso mexicano-dólar 

estadounidense y aplicar la nueva metodología en diferentes periodos, los principales 

hallazgos son los siguientes: 
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• Como lo muestra el apartado 2.1. el tipo de cambio peso mexicano/dólar 

estadounidense presenta varios hechos estilizados que vuelven complejo su análisis. 

Comportamientos atípicos, no normalidad y saltos abruptos provocan que los 

modelos y estimadores convencionales tiendan a ser deficientes en su pronóstico. 

• En este sentido, los modelos de volatilidad ARCH-GARCH tienden a presentar 

dificultades practicas, esto provoca que otros modelos más complejos como los 

estocásticos los superen en eficiencia. 

• La metodología propuesta estima parámetros en modelos de volatilidad de una forma 

muy sencilla, sin necesidad de utilizar vías complejas y sin requerir grandes números 

de datos disponibles.  

• Utilizar estimadores con operadores de agregación OWA provoca que los modelos 

de volatilidad GARCH se adapten mucho mejor a la serie de tiempo estudiada. El 

hecho de agregar información adicional a la estimación de parámetros resulta en un 

pronóstico más acorde a la realidad.  

• El nivel de éxito de la nueva metodología varia según el operador de agregación 

OWA utilizado y las características de la muestra. Sin embargo, esta promete 

minimizar el error de pronóstico en la mayoría de los casos. 

• En periodos de alta inestabilidad, donde existen pronunciados comportamientos 

atípicos y saltos abruptos la regresión OWA-GARCH ha demostrado mejora los 

resultados en el pronóstico.  

• La nueva metodología ha funcionado mejor midiendo la volatilidad mediante 

desviación estándar en comparación con log-volatilidad y volatilidad realizada. 

Los resultados obtenidos confirman la hipótesis de este trabajo, con lo cual se responde a la 

pregunta central de investigación. Es decir, los modelos GARCH estimados con mínimos 

cuadrados ordinarios y operadores de agregación OWA mejoran el error de pronóstico en 

series de tiempo que presentan no linealidad, no normalidad y comportamientos atípicos. 

LIMITACIONES  
 

La aplicación de la nueva metodología ha sido efectiva para la volatilidad de tipo de cambio 

peso mexicano-dólar estadounidense y para los periodos analizados en los diferentes 
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apartados. Por tanto, no se pueden tomar las afirmaciones descritas en los resultados para 

describir otro tipo de serie o periodo.  

Adicionalmente, se debe tomar en cuenta que los criterios para los vectores de peso se han 

hecho a través de tomadores de decisión específicos. Estas decisiones se hacen en base a el 

contexto en el que se trabaja, sin embargo, pueden contener un grado de subjetividad lo cual 

puede variar en investigaciones subsecuentes. 

 

FUTURAS LÍNEAS DE INVESTIGACIÓN  
 

La nueva metodología propuesta en este trabajo puede ser tomada de base para futuras 

aplicaciones y extensiones de la misma. En concreto se enlista lo siguiente: 

• El estimador OWA-GARCH puede ser aplicado a otras volatilidades en diferentes 

tipos de cambio. Hacer una comparación entre resultados para diferentes volatilidades 

pude ser un trabajo interesante. 

• Aplicar el estimador MLR-OWA en diversos modelos puede ser favorable para 

comprobar la funcionalidad de la metodología. Se puede extender el análisis a 

modelos de diversas áreas económicas, financieras, administrativas y del 

comportamiento. 

• El estimador MLR-OWA se puede extender a toda la gran variedad de operadores 

OWA que han surgido en los últimos años. Operadores como el operador inducido 

de promedios móviles OWA (IOWMA) (Merigó y Yager, 2013) y el Bonferroni 

OWA (BOWA) (Yager, 2009) pueden ser considerados.  

• Además de extender el estimador con diferentes operadores OWA, también se puede 

extender conservando la idea como estimador MCO. En este sentido se pueden 

desarrollar extensiones de este como mínimos cuadrados por etapas y la extensión a 

más variables independientes.  
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